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Resumo

As quedas são um grave problema de saúde pública e as pessoas com mais de 65 anos
estão entre as mais vulneráveis a lesões graves decorrentes de quedas. Há ainda o fato de
que as quedas podem afetar negativamente a mentalidade do idoso, resultando em baixa
autoestima, pois ele se torna dependente de uma pessoa que o monitora constantemente,
além das constantes idas ao hospital. Uma abordagem natural e prática para pessoas ido-
sas com vulnerabilidade em locomoção e que precisam de assistência imediata mediante
uma queda. Portanto, este trabalho propõe e avalia modelos de visão computacional para
melhorar o monitoramento e a segurança de indivíduos com risco de queda, como idosos
ou pessoas com mobilidade reduzida. O modelo compreende uma rede neural generativa,
blocos convolucionais espaço-temporais, cálculo do �uxo óptico, uma técnica para rastrear
a região de interesse e uma rede neuralfeed-forwardpara calcular a pontuação de anoma-
lia. Também é relevante analisar o modelo para trabalhar com gravações infravermelho,
pois quedas também podem ocorrer em ambientes com pouca luz. A análise consistiu na
aplicação de diversos �ltros e técnicas de processamento de imagem em diferentes combi-
nações, buscando encontrar um modelo que satis�zesse uma alta sensibilidade e um alto
F1 Score. O modelo de rede neural �nal utilizando câmera RGB atinge 99,21% de sen-
sibilidade e F1 Score de 0.98, enquanto o modelo utilizando câmera infravermelha atinge
100% de sensibilidade e 0.98 de F1 Score, superando outras propostas da literatura. A
técnica de pontuação de anomalias mostrou-se uma técnica de aprendizado que se adapta
bem e é capaz de identi�car a queda mesmo com a exposição de novos cenários de vídeo,
sendo ideal para o uso do sistema em situações reais.

Palavras-chave : Detecção de queda, visão computacional, �uxo óptico, rede neural
convolucional, rede adversária generativa, assistência médica, reconhecimento de atividade
humana.



Abstract

Falls are a serious public health problem and people over 65 are among the most vulnerable
to serious injuries from falls. There is also the fact that falls can negatively a�ect the
elderly person's mentality, resulting in low self-esteem, as they become dependent on a
person who constantly monitors them, in addition to constant trips to the hospital. A
natural and practical approach for elderly people with vulnerable mobility and who need
immediate assistance after a fall. Therefore, this work proposes and evaluates computer
vision models to improve the monitoring and safety of individuals at risk of falling, such
as the elderly or people with reduced mobility. The model comprises a generative neural
network, spatiotemporal convolutional blocks, optical �ow calculation, a technique to
track the region of interest, and afeed-forward neural network to calculate the anomaly
score. It is also important to analyze the model for working with infrared recordings, as
falls can also occur in low-light environments. The analysis consisted of applying several
�lters and image processing techniques in di�erent combinations, seeking to �nd a model
that satis�ed high sensitivity and a high F1 Score. The �nal neural network model using an
RGB camera reaches 99.21% sensitivity and an F1 Score of 0.98, while the model using an
infrared camera reaches 100% sensitivity and a 0.98 F1 Score, surpassing other proposals
in the literature. The anomaly scoring technique proved to be a learning technique that
adapts well and is capable of identifying the drop even with new video scenarios, being
ideal for using the system in real situations.

Keywords : Fall Detection, Computer Vision, Optical Flow, Convolutional Neural Network,
Generative Adversarial Network, Healthcare, Human Activity Recognition.
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Capítulo 1

Introdução

Grandes melhorias na expectativa de vida têm sido a tendência predominante para os

países desenvolvidos e de alta renda ao longo dos séculos 20 e 21 [10]. Em nove anos,

houve 141.308 admissões de lares de idosos para hospitaisnon-Veterans Administration

por lesões relacionadas a quedas, com 38,8% fraturas de quadril, 35,7% outras fraturas

e 11,1% lesões intracranianas, com um custo médio de US$31.507 por admissão [11]. O

aumento global da expectativa de vida humana criou a necessidade de tecnologia de saúde

e monitoramento remoto adequado para idosos [3]. Um dos maiores problemas de saúde

dos idosos são as quedas que ocorrem em casa durante asActivities of Daily Life s (ADLs)

[3]. No Brasil, o número de idosos nestá aumentando e, até 2025, o Brasil será o 6º no

mundo em quantidade de idosos [12].

Esses dados indicam uma necessidade em aumentar a qualidade de vida e independên-

cia dos idosos. Contudo, mesmo em lares de idosos, com assistência frequente, estima-se

que a incidência de quedas seja 13,1% [11]. Devido à potencial gravidade da queda, é

necessário que o evento seja detectado o quanto antes a �m de evitar riscos ainda piores

à saúde do idoso.

Esta realidade levou ao desenho de sistemas de detecção de quedas que empregam

câmeras de vigilância. Por outro lado, os sistemas baseados em vídeo têm limitações na

detecção de quedas devido a mudanças no fundo da imagem, objetos de fundo, iluminação

e movimento da câmera [9]. Algumas abordagens não funcionam em ambientes pouco

iluminados, por exemplo, quando o idoso está no quarto à noite e precisa se levantar

para ir ao banheiro ou tomar remédios. Outro problema relevante é que muitos desses

algoritmos não são adequados para detectar quedas usando câmeras infravermelhas, não

podendo funcionar em ambientes escuros [6]. Embora o efeito da iluminação na precisão

e resolução da cor possa ser mitigado, é difícil mitigar seu efeito na faixa dinâmica de
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imagens de câmerasInfrared s (IRs) [13]. A porção da capacidade disponível para a

carga gerada pelos fótons da banda visível é reduzida quando os fótons atingem o plano

da imagem. Ao contrário do sinal, o ruído não pode ser subtraído. De fato, qualquer

operação que corrija o sinal do pixel usando os sinais dos pixels vizinhos apenas adiciona

a contribuição de sua potência de ruído ao pixel. No entanto, a degradação pode ser

estimada a partir do conjunto de e�ciência quântica das câmerasRed Green Blue(RGB)

e IRs [13].

Portanto, este trabalho propõe e avalia técnicas de pré-processamento para melhorar

o modelo de redes neurais para detecção de quedas proposta em [9], visando como caso

de uso a detecção de quedas de idosos [14]. Diferente de outras propostas da literatura, o

modelo proposto detecta quedas em ambientes com alta iluminação com câmeras RGBs ou

mesmo sem iluminação com o IRs. Assim, o sistema utiliza estrategicamente as câmeras

domésticas em áreas onde os idosos com mobilidade reduzida apresentam maior risco de

queda. Este sistema ajuda a aumentar a auto-estima do usuário. Os sistemas de detecção

de quedas são importantes para reduzir as consequências de lesões graves, permitindo

que a pessoa possa ser socorrida mais rapidamente pelos pro�ssionais de saúde. Cabe

ressaltar que o sistema pode ser utilizado tanto por idosos como por cadeirantes e pessoas

com de�ciência, ou qualquer pessoa com mobilidade reduzida e consequentemente mais

elevado risco de queda.

O trabalho utiliza a Convolutional Neural Network (CNN) de [9] como base para

calcular a probabilidade de evento de queda. Nesse modelo, que foi treinado com imagens

de câmeras térmicas, a queda representa, na imagem, uma mudança espaço-temporal na

posição do indivíduo. Quanto maior o erro de reconstrução, maior a chance da presença

de uma anomalia. Como há uma mudança repentina, essa mudança gerará um erro de

reconstrução signi�cativo naquele momento. No modelo de [9], aplica-se oOptical Flow

Computation (OFC) [15] para calcular a variação de pixels e, portanto, o movimento.

Foi realizado o rastreamento de pessoas para extrair a região de interesse (Region of

Interest (ROI)) utilizando a técnica Region-based Fully Convolutional Network(R-FCN).

O modelo proposto consiste em modi�car o pré-processamento das imagens para es-

tender o modelo de [9] para uso com câmeras RGB e infravermelho. Para tanto, foram

feitas análises com diversas combinações de �ltros e técnicas de processamento de imagem,

visando uma alta sensibilidade, mas sem incorrer em alta taxa de falsos positivos. Nesse

sentido, observou-se que para o cálculo do ROI, o �uxo óptico com o limite Otsu [16]

apresentou maior e�ciência para separar o fundo escuro da imagem, tendo impacto signi-
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�cativo no resultado �nal da detecção da queda.

Além disso, a aplicação de um �ltro de Kalman corrigiu as mudanças de pixels causa-

das por variações de iluminação e, assim, conseguindo rastrear a pessoa através do �uxo

de imagens tanto RGB quanto infravermelho. Cabe destaque que, nesse cenário, o pro-

jeto do conjunto de �ltros é crítico para se obter um sistema capaz de operar tanto com

câmeras RGB e quanto IR [13]. O pré-processamento proposto possibilita a utilização de

imagens RGB e IR.

As combinações de �ltros testadas nesse trabalho foram: o �ltro de fechamento [17],

o �ltro de abertura [17], o �ltro de dilatação [18], o �ltro de desfoque [19], o �ltro de

limiarização [20]. Também foram utilizadas as técnicas de subtração de fundo:Temporal

Median Filtering (TMF) [21], Count (CNT) [2] e Gaussian Mixture (MOG)2 [22]. Os

resultados mostram que o impacto dos �ltros sobre a detecção de queda depende da

combinação de �ltros usados.

O processamento da imagem resultante das combinações dos �ltros produziram im-

pactos signi�cativos na sensibilidade da detecção de queda. A combinação do �ltro de

abertura com a técnica de subtração de fundo CNT, modelo chamado de CVSC CNT2

('O') resultou no modelo com a maior sensibilidade (1.0) e acurácia de 0.875. Assim, os

resultado mostram que o impacto dos �ltros na acurácia e sensibilidade aumenta ainda

mais com a adição das técnicas de subtração de fundo. Isso ocorre porque as técnicas

de subtração de fundo diminuem os erros causados por ruídos e objetos de fundo. Com

relação ao tempo de processamento total médio, o modelo que obteve menor tempo de

processamento foi o CVSC1 ('C', 'O', 'T'), com média de 26.21477s para detectar a queda.

Esse modelo utiliza a combinação dos �ltros de fechamento, abertura e limiarização, mas

obteve uma acurácia de apenas 0.5 e sensibilidade de 0.0. O modelo CVSC1 ('C',) que

utilizou apenas o �ltro de fechamento tem tempo de processamento de 91.76557s. O mo-

delo CVSC1 ('O',) que utilizou apenas o �ltro de abertura tem tempo de processamento

de 98.966918s. O modelo CVSC1 ('T',) que utilizou apenas o �ltro de limiarização tem

tempo de processamento de 39.49132s. Assim, os resultados mostram a combinação dos

�ltros também impactam sobre o tempo de processamento e que o �ltro de limiariza-

ção diminui consideravelmente o tempo de processamento total. Essa redução do tempo

ocorre porque a imagem resultante do �ltro de limiarização é uma imagem binária com

valores de pixel de 0 ou 255.

O restante desta dissertação está estruturado da seguinte forma. O Capítulo 2 trata do

aprendizado de máquina na saúde e no processamento de imagens. O Capítulo 3 descreve
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os trabalhos relacionados à detecção de queda e a revisão bibliográ�ca. O Capítulo 4

descreve o modelo de �ltragem e pré-processamento proposta. O Capítulo 5 descreve as

diferentes combinações analisadas e os resultados obtidos. Por �m, são apresentadas as

conclusões no Capítulo 6 e os trabalhos futuros no Capítulo 7.



Capítulo 2

Aprendizado de máquina na saúde e
no processamento de imagens

Esse capítulo trata do aprendizado de máquina na saúde, sistemas de detecção de que-

das através de video monitoramento e o processamento de imagem necessário para essas

aplicações. Esse campo de pesquisa utiliza algoritmos e técnicas de inteligência arti�cial

para análise e interpretação de dados relacionados com aplicações médicas e no cuidado

ao idoso. Serão apresentados diversos casos de como o aprendizado de máquina pode ser

aplicado, fornecendo um sistema de segurança e assistência médica continuada, como o

monitoramento remoto de pacientes e os sistemas de detecção de queda. Esse capítulo

descreve os modelos de aprendizado de máquina na área de visão computacional. Esse

capítulo também descreve as técnicas de detecção e rastreamento de pessoas em vídeo.

Para detectar uma queda é necessário rastrear a movimentação do idoso no ambiente

monitorado pela câmera. O capítulo conclui a apresentando as vantagens e desvantagens

dos modelos de detecção de queda através de visão computacional.

2.1 Aprendizado de máquina na área da saúde

O setor de saúde possui diferentes aplicações de aprendizado de máquina. Contudo, dife-

rentemente de outros cenários de aplicação, como em entretenimento ou em redes sociais,

na saúde, os algoritmos precisam ser mais robustos. É necessário haver veri�cações para

a implantação doMachine Learning (ML) com considerações sobre questões legais e res-

ponsabilidade [23, 24]. Muitas questões na área de saúde não se alinham perfeitamente

com os avanços atuais no aprendizado de máquina. Existem várias questões que precisam

ser abordadas para garantir a conformidade com as regulamentações e a proteção dos
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pacientes, como por exemplo a privacidade e a proteção dos dados. O uso de algoritmos

de ML na saúde requer o manuseio adequado de informações sensíveis do paciente. É

necessário garantir a privacidade e a segurança desses dados. AGeneral Data Protection

Regulation (GDPR)1 na União Europeia e aHealth Insurance Portability and Accounta-

bility Act (HIPAA) 2 nos Estados Unidos são regulamentações relevantes para considerar.

Os modelos de ML podem ser in�uenciados por viés, resultando em disparidades e dis-

criminação em determinados grupos de pacientes. É essencial garantir que os algoritmos

sejam justos e equitativos [25, 26, 27]. Quando ocorrem erros ou danos causados pelo uso

de ML na saúde, questões de responsabilidade legal surgem. Determinar quem é responsá-

vel por erros diagnósticos ou tratamentos inadequados pode ser complexo quando envolve

sistemas de ML. O artigo [28] analisa os aspectos legais da responsabilidade no contexto

da IA na medicina. Muitos modelos de ML, como redes neurais profundas, são algoritmos

que suas decisões são difíceis de explicar. No entanto, na área da saúde, é importante

que os médicos e os pacientes possam entender as decisões tomadas pelos algoritmos. O

artigo [29] discute as questões relacionadas à interpretabilidade dos modelos de ML.

Por outro lado, vários problemas de saúde estão sendo resolvidos com a aprendiza-

gem semi-supervisionada ou não supervisionada [30]. Frequentemente, essas técnicas são

aplicadas para identi�car relações causais. Alguns ilustram como a aprendizagem semi-

supervisionada e não supervisionada têm sido utilizadas com sucesso na área da saúde para

identi�car relações causais, descobrir padrões e ajudar no desenvolvimento de tratamentos

mais e�cazes. Os autores de [31] utilizaram técnicas de aprendizagem não supervisio-

nada para identi�car genes relacionados ao risco de desenvolver determinadas doenças.

Eles demonstraram que a abordagem não supervisionada pode ajudar na identi�cação de

marcadores genéticos relevantes para condições especí�cas. Na área de oncologia, a apren-

dizagem não supervisionada tem sido amplamente aplicada para identi�car subtipos de

câncer com base em dados genômicos. Por exemplo, no artigo [32], os autores utilizaram

técnicas declustering não supervisionado para identi�car subtipos de câncer de mama,

o que permitiu uma melhor compreensão da heterogeneidade da doença. A aprendiza-

gem semi-supervisionada tem sido aplicada para identi�car relações causais em doenças

complexas, como a esclerose múltipla. No artigo [33], os autores utilizaram técnicas de

aprendizagem semi-supervisionada para inferir relações causais entre diferentes variáveis

biológicas relacionadas à esclerose múltipla. No artigo [34], os autores aplicaram técni-

cas de aprendizagem não supervisionada para descobrir associações entre características

1https://gdpr-info.eu/
2https://www.hhs.gov/hipaa/index.html
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clínicas em grandes conjuntos de dados de saúde. Eles identi�caram padrões ocultos e

agruparam os pacientes em subgrupos com base em características semelhantes, permi-

tindo uma melhor compreensão das relações entre diferentes variáveis clínicas. No artigo

[35], os autores utilizaram métodos de aprendizagem semi-supervisionada para extrair in-

formações valiosas de registros eletrônicos de saúde. Eles aplicaram técnicas de mineração

de dados não supervisionadas para identi�car fatores de risco e relações causais em doen-

ças cardiovasculares, ajudando a aprimorar a pesquisa e a prestação de cuidados médicos

nessa área.

Além disso, a implementação de sistemas baseados em dados de saúde tem desa�os

adicionais de caráter prático, como a integração novas tecnologias nos �uxos de trabalho

das unidades de saúde. No artigo [36], os autores discutem os desa�os práticos da im-

plementação de algoritmos de inteligência arti�cial em sistemas de saúde. Eles abordam

questões como a integração dos algoritmos em �uxos de trabalho clínicos, a necessidade

de uma colaboração efetiva entre médicos e cientistas da computação, e a importância

de validar e interpretar os resultados gerados pela IA. No artigo [37], os autores explo-

ram os desa�os da implementação de registros eletrônicos de saúde. Eles destacam a

importância da consideração dos �uxos de trabalho clínicos existentes ao integrar esses

registros, a necessidade de treinamento e educação adequados para os pro�ssionais de

saúde e a importância da interoperabilidade entre sistemas de saúde para facilitar a troca

de informações.

Outra questão de relevância na aplicação de aprendizado de máquina para a saúde

é que os dados do paciente são particularmente sensíveis, então a desidenti�cação é ne-

cessária e a negociação acordos de compartilhamento de dados consomem tempo. Na

área da saúde, é comum encontrar desa�os relacionados a dados ausentes e discrepâncias

nas distribuições de dados de treinamento em comparação com os dados de teste. Isso

ocorre devido à complexidade do sistema de saúde e às peculiaridades dos registros médi-

cos e dados clínicos. Os dados de saúde podem ser incompletos devido a vários motivos,

como erros de registro, informações não coletadas ou pacientes perdidos para acompa-

nhamento. A presença de dados ausentes pode afetar negativamente o treinamento e

desempenho dos modelos de aprendizado de máquina. Métodos para lidar com dados

ausentes incluem exclusão de casos com dados ausentes, imputação de valores ausentes

com técnicas estatísticas ou uso de algoritmos especí�cos projetados para lidar com dados

faltantes [38]. Em muitos cenários de saúde, os dados de treinamento podem ser coletados

em diferentes contextos, instituições ou populações, o que pode resultar em discrepâncias

nas distribuições de dados em relação aos dados de teste. Por exemplo, um modelo trei-
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nado em dados de uma região geográ�ca especí�ca pode não generalizar bem para outra

região devido a diferenças demográ�cas, culturais ou de práticas médicas. Essa discre-

pância de distribuição pode levar a uma queda no desempenho e à falta de generalização

dos modelos [38].Sistemas deElectronic Health Record(EHR) podem ser difíceis de inte-

grar, pois cada sistema comercial é ligeiramente diferente, gerando diferenças semânticas

e sintáticas que podem inviabilizar a utilização conjunta de dados de diferentes fontes [39].

Na última década, os registros de saúde passaram de principalmente em papel para

principalmente eletrônicos [1]. A evolução para o uso de EHR está sendo rápida. Nos

EUA, o uso de EHR aumentou cerca de 9 vezes desde 2008, passando de 9,4% dos hospitais

utilizando EHR para quase 84% em 2015, conforme mostrado na Figura 2.1 [1].

Figura 2.1: A adoção de EHR por hospitais de 2008-2015 nos Estados Unidos. Fonte: [1].

O aprendizado de máquina pode tornar os �uxos de trabalho de saúde digital, base-

ada em EHR, mais e�cientes. As técnicas de processamento de imagens para radiogra�as

de tórax e eletrocardiogramas podem ajudar a reduzir o número de consultas especi-

alizadas [39]. No lado administrativo, o aprendizado de máquina pode automatizar a

documentação e os processos de faturamento [40]. No artigo [40], os autores aplicaram

aprendizado profundo para procedimentos de auditoria, ilustrando como os recursos de

aprendizado profundo para compreensão de texto, reconhecimento de fala, reconhecimento

visual e análise de dados estruturados se encaixam no ambiente de auditoria. O apren-

dizado de máquina pode ser aplicado no lado administrativo da saúde para automatizar

processos de documentação e faturamento, melhorando a e�ciência e reduzindo erros. No

artigo [41], os autores desenvolveram um sistema de aprendizado de máquina para au-
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tomatizar o processo de codi�cação de faturas médicas. O modelo foi treinado em dados

históricos de faturas e conseguiu identi�car automaticamente os códigos corretos para

cada procedimento, agilizando o processo de faturamento e reduzindo erros humanos.

Dispositivos vestíveis permitem monitoramento contínuo, potencialmente permitindo

um melhor gerenciamento de doenças crônicas [42, 43, 44]. A miniaturização de disposi-

tivos que podem ser usados como vestíveis ou acoplados ao corpo humano possibilitou o

surgimento de novas redes de comunicação. Essas redes são compostas por pequenos dis-

positivos com baixo consumo de energia e capacidade de comunicação sem �o. A principal

função desse tipo de rede é monitorar e atuar sobre o corpo humano e o meio ambiente.

A composição dessa rede feita por nós sensores e atuadores que interagem com um nó

coordenador. O nó coordenador é responsável por coletar e enviar as informações neces-

sárias aos nós sensores/atuadores, por sua vez, o nó coordenador oferece a comunicação

com outros tipos de redes [45]. Com mais dados, é possível entender melhor a progressão

de doenças crônicas. O sistema de apoio à decisão clínicaClinical Decision Support Sys-

tem (CDSS) é aplicado ao diagnóstico de Demência, Doença de Alzheimer e Transtorno

Cognitivo Leve [46]. O modelo de decisão foi construído com base em diretrizes clínicas

aplicadas ao diagnóstico das doenças, utilizando uma representação multinível, visando

assegurar a legibilidade do especialista do domínio e interoperabilidade semântica com

outros sistemas de informação.

Métodos de aprendizado de máquina podem ajudar a identi�car subtipos de doen-

ças [47], procurar estruturas moleculares ideais para locais de ligação [48] e facilitar novos

projetos de ensaios clínicos [49]. No artigo [47], os autores aplicaram técnicas de apren-

dizado de máquina para identi�car subtipos de câncer de mama com base em dados

de expressão genética. Eles utilizaram o algoritmo de aprendizado não supervisionado

para agrupar os tumores de acordo com padrões de expressão gênica semelhantes, reve-

lando subtipos moleculares distintos de câncer de mama com implicações clínicas. No

artigo [48], os autores propuseram uma abordagem baseada em aprendizado profundo

para prever a a�nidade de ligação de compostos a alvos proteicos. O modelo desenvolvido

foi treinado em uma variedade de dados estruturais de proteínas e compostos químicos,

permitindo a identi�cação de potenciais inibidores de proteínas com alta precisão. No

artigo [49], os autores utilizaram técnicas de aprendizado de máquina para otimizar o

protocolo de um ensaio clínico relacionado ao câncer de próstata. Eles desenvolveram um

modelo preditivo que incorporava dados genômicos e clínicos para prever a progressão da

doença em diferentes estágios e identi�car alvos moleculares potenciais. Essas informações

foram utilizadas para aprimorar o protocolo do ensaio clínico, selecionando os pacientes
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mais relevantes e aumentando as chances de sucesso do estudo.

Além disso, com o aprendizado de máquina, é possível realizar esses ensaios clínicos em

escala. Isso facilita a previsão da evolução de uma determinada enfermidade. No artigo

[50], os autores desenvolveram um modelo de aprendizado de máquina que integra dados

clínicos e patológicas para prever a evolução do câncer de mama. O modelo foi treinado

em uma grande quantidade de dados de pacientes e foi capaz de identi�car fatores de risco

e prever a probabilidade de metástase do câncer de mama com alta precisão.

As redes inteligentes de sensores fornecem uma tecnologia de monitoramento da saúde

de forma ininterrupta [51]. Com o advento das redes móveis 5G de baixa potência, será

possível fornecer meios de comunicação de alta disponibilidade e alta taxa de transferência

necessários para redes de sensores utilizadas no monitoramento de pacientes e transferência

de dados médicos [52, 53].

Atualmente, um grande volume de dados é gerado devido ao crescente uso de tecno-

logias de sensores em vários domínios de aplicativos em tempo real na assistência médica.

Além disso, devido a algumas características sociais como o envelhecimento da sociedade,

observa-se um aumento substancial na quantidade de dados que precisa ser processada

nesses sistemas [54]. AsWireless Sensor Networks (WSNs) são um conjunto de sensores

especializados distribuídos espacialmente que simultaneamente monitoram, registram e

comunicam dados representando medições de variáveis ambientais ou de um determinado

sistema. Uma possível utilização desse tipo de rede de sensores é o monitoramento da

saúde de um indivíduo ou de um conjunto de indivíduos [51].

Uma das possibilidades do uso dos dispositivos móveis para o sensoriamento de pa-

cientes é o sistema de detecção de quedas. Ao analisar as vibrações, variações de altura

e de velocidade do dispositivo corporal, o sistema pode determinar o estado atual dos

idosos e, em caso de risco, enviar um alerta para a família ou uma mensagem para pro�s-

sionais e médicos cadastrados [55]. Para tal, é possível utilizar o sensor acelerômetro em

um smartphone[51]. Os dados em tempo real são recuperados, processados e analisados

por um sistema de detecção de quedaon-line em execução no própriosmartphone. No

artigo [56], os autores desenvolveram um sistema de detecção e avaliação de quedas em

idosos com base em sensores corporais. O sistema usou sensores de aceleração e giroscó-

pio incorporados em um colete vestível. Algoritmos de aprendizado de máquina foram

aplicados para analisar os dados dos sensores e identi�car eventos de queda. O sistema

também avaliou a gravidade da queda com base em parâmetros como a aceleração de

impacto. O estudo demonstrou a e�cácia do sistema na detecção de quedas e na avaliação
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das circunstâncias relacionadas.

Através desse método, é possível desenvolver um sistema de monitoramento para

idosos através de meios técnicos [51]. Essa aplicação é importante porque o envelhecimento

da população tornou-se uma característica marcante da sociedade nos últimos anos [57].

No entanto, os sensores comerciais de detecção de queda costumam ser caros [58]. Além

disso, no caso de idosos e pessoas com de�ciências cognitivas, é muito complicado garantir

que a pessoa irá portar o dispositivo constantemente.

Nesse sentido, torna-se necessário um sistema de detecção de quedas mais econômico,

adaptável e con�ável para detectar quedas e enviar alarmes a uma autoridade apropriada.

Os sistemas usam sensores desmartphonescomo acelerômetros, giroscópios e magnetô-

metros para detectar quando a queda aconteceu [59]. Outras abordagens usam sensores

vestíveis, usando uma lógica semelhante ao uso de um telefone celular para detectar e

noti�car quedas [60]. Uma crítica comum aos sistemas baseados emsmartphonese sen-

sores vestíveis de detecção de queda em lares de idosos é que não podemos garantir que

os idosos sempre carreguem os dispositivos necessários com eles [51].

Como a Internet of Things (IoT) pode existir de forma integrada com o ambiente,

ela tem grande potencial para apoiar os objetivos de melhoria dos serviços de saúde [61].

E-Health é um conceito amplo que engloba todas as inovações tecnológicas que impactam

a área da saúde. A E-Health desenvolve uma aplicação de Internet, utilizada em conjunto

com outras tecnologias de informação, com o objetivo de melhorar as condições dos pro-

cessos clínicos e de tratamento dos doentes e proporcionar melhores condições ao Sistema

de Saúde. Ou seja, o E-Health melhora o �uxo de informações por meios eletrônicos para

melhorar a prestação de serviços, e a coordenação dos sistemas de saúde, como aplica-

tivos especializados, monitoramento do estado de idosos ou pacientes, serviços baseados

em localização e muitos aplicativos de smartphones são exemplos reais de contribuições

tecnológicas na área da saúde [62, 61].Dias et al [63] propuseram um sistema de detecção

de quedas IoT que pode ser introduzido em ambientes hospitalares, asilos de forma rá-

pida e com baixo custo. A queda é detectada por meio de um acelerômetro integrado e o

local é identi�cado por meio de transceptoresZigbee. O sistema também possui uma rede

Zigbeeutilizada para emissão de alarmes. À semelhança deste sistemaZigbee, a proposta

deste artigo também oferece uma elevada taxa de sucesso na detecção de quedas e na

identi�cação do local da queda em relação ao quarto onde ocorreu.

Outra modalidade de dispositivos IoT são os sensores que formam asWireless Body

Area Networkss (WBANs). Eles são capazes de se comunicar entre si e com outros senso-
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res ou dispositivos [64]. WBANs permite a detecção e monitoramento de sinais vitais em

corpos humanos. Em geral, são aplicados em contextos médicos onde as aplicações rece-

bem os dados recolhidos, analisam-nos e enviam informação aos pro�ssionais de saúde [64].

Esses aplicativos são capazes de monitorar e alertar condições críticas de saúde. Outro

grupo de pesquisa discute o monitoramento do ambiente para detecção de quedas, não

dependendo se o idoso possui algum dispositivo, como por meio do uso de câmeras de

monitoramento ou sistemas de detecção de quedas baseados em WiFi [6] [3].

2.2 Técnicas de processamento de imagem

2.2.1 Pré-processamento da imagem

Uma representação para imagens é uma matriz na qual os elementos representam a in-

tensidade ou a cor em uma posição correspondente na imagem [2]. No caso mais simples,

um plano de elementos sensores é organizado em uma grade uniformemente espaçada,

e cada elemento mede a quantidade de luz que incide sobre ele, como representado na

Figura 2.2. Esta representação simples é usada na maioria das linguagens de programa-

ção e pode ser mapeado emarrays bidimensionais, o que possibilita uma forma bastante

natural de trabalhar com imagens. Uma possível desvantagem dessa representação é que

ela não depende do conteúdo da imagem. Em outras palavras, não faz diferença se a ima-

gem contém apenas um par de linhas ou é uma cena complexa porque a quantidade de

memória necessária é constante e depende apenas das dimensões da imagem. Regiões em

uma imagem podem ser representadas usando uma máscara lógica na qual a área dentro

da região recebe o valortrue e a área sem o valor,false. Como esses valores podem ser

representados por um único bit, essa matriz costuma ser chamada de�bitmap� .

Em uma imagem binária, os pixels podem assumir exatamente um de dois valores.

Esses valores geralmente são considerados como representando o �primeiro plano� e o

�plano de fundo� da imagem, embora esses conceitos muitas vezes não sejam aplicáveis a

cenas naturais.

Neste trabalho, foca-se em regiões conectadas na imagem e como isolar e descrever

tais estruturas. A tarefa é desenvolver um procedimento para encontrar o número e o

tipo de objetos contidos em uma imagem. Considerando cada pixel isoladamente, não é

possível determinar quantos objetos existem na imagem, onde estão localizados e quais

pixels pertencem a quais objetos. Portanto, o passo é encontrar cada objeto agrupando

todos os pixels que pertencem a ele. No caso mais simples, um objeto é um grupo de pixels
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Figura 2.2: A geometria dos elementos sensores é diretamente responsável pela amostra-
gem espacial da imagem contínua. Fonte: [2].

de primeiro plano que se tocam, ou seja, uma região binária conectada ou "componente�.

Na busca por regiões binárias, as tarefas mais importantes são descobrir quais pixels

pertencem a quais regiões, quantas regiões existem na imagem e onde essas regiões es-

tão localizadas. Essas etapas geralmente ocorrem como parte de um processo chamado

rotulagem de região ou coloração de região [2]. Durante esse processo, os pixels vizinhos

são agrupados de maneira gradual para construir regiões nas quais todos os pixels dessa

região recebem um número exclusivo (�rótulo�) para identi�cação. No método de marca-

ção de região sequencial, a imagem é percorrida de cima para baixo, marcando as regiões

à medida que são encontradas. Mas antes é preciso de�nir a vizinhança para determi-

nar quando dois pixels estão "conectados"um ao outro, pois sob cada de�nição, pode-se

acabar com resultados diferentes. Uma vez que as regiões em uma imagem tenham sido

encontradas, o próximo passo é encontrar os contornos das regiões. Como tantas outras

tarefas no processamento de imagens, à primeira vista basta seguir ao longo da borda da

região.

Os pixels ao longo da borda de uma região binária podem ser identi�cados usando

operações morfológicas simples e imagens de diferença (ou subtração) [2] [65]. Deve-se

ressaltar, no entanto, que este processo marca apenas os pixels ao longo do contorno, o

que é útil, por exemplo, para �ns de reconhecimento/identi�cação. O algoritmo obtém

uma sequência ordenada de coordenadas de pixel de borda para descrever o contorno de

uma região. As regiões conectadas da imagem contêm o contorno externo, mas, devido aos
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buracos, podem conter arbitrariamente muitos contornos internos. Dentro de tais buracos,

regiões menores podem ser encontradas, que novamente terão seus próprios contornos

externos, e por sua vez essas regiões podem conter outros buracos com regiões ainda

menores, e assim por diante de maneira recursiva. Uma complicação adicional surge

quando as regiões são conectadas por partes que diminuem até a largura de um único pixel.

Nesses casos, o contorno pode percorrer o mesmo pixel mais de uma vez e em diferentes

direções. Portanto, ao traçar um contorno a partir de um ponto inicial e retornar ao ponto

inicial não é uma condição su�ciente para encerrar o processo de traçado do contorno [2].

Outros fatores, como a direção atual ao longo da qual os pontos de contorno estão sendo

percorridos, devem ser levados em consideração.

Uma maneira aparentemente simples de determinar um contorno é proceder em analo-

gia ao processo de dois estágios [2] [65], ou seja, primeiro identi�car as regiões conectadas

na imagem e depois, para cada região, proceder ao seu redor, partindo de um pixel se-

lecionado de sua borda. Da mesma forma, um contorno interno pode ser encontrado a

partir de um pixel de borda de um buraco da região. O algoritmo combina localização

de contorno e rotulagem de região em um único processo. Ele combina os conceitos de

rotulação sequencial de regiões e traçado de contorno tradicional [2] em um único algo-

ritmo capaz de executar ambas as tarefas durante a passagem pela imagem. Ele identi�ca

e rotula regiões e traça seus contornos internos e externos. O algoritmo não requer estru-

turas de dados complicadas e é relativamente e�ciente. Com a rotulagem sequencial da

região, a imagem é percorrida do canto superior esquerdo para o canto inferior direito.

Essa travessia garante que todos os pixels na imagem sejam eventualmente examinados e

atribuídos a um rótulo apropriado.

Em uma determinada posição na imagem, podem ocorrer os seguintes casos:

ˆ A transição de um pixel de fundo para um pixel de primeiro plano não marcado

anteriormente signi�ca que esse pixel está na borda externa de uma nova região.

Um novo rótulo é então atribuído e o contorno externo associado é percorrido e

marcado. Além disso, todos os pixels de fundo diretamente na borda da região são

marcados com o rótulo especial -1.

ˆ A transição de um pixel de primeiro plano para um pixel de fundo não marcado

signi�ca que esse pixel está em um contorno interno. A partir desse plano, o contorno

interno é percorrido e seus pixels são marcados com rótulos da região circundante.

Além disso, todos os pixels de fundo adjacentes recebem novamente o valor de rótulo

especial -1.
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ˆ Quando um pixel de primeiro plano não está em um contorno, o pixel vizinho à

esquerda já foi rotulado e esse rótulo é propagado para o pixel atual.

O algoritmo percorre a imagem linha por linha para que um novo contorno interno

ou externo seja traçado. Os rótulos dos elementos da imagem ao longo do contorno, bem

como os pixels vizinhos do primeiro plano são armazenados. Isso simpli�ca o processo

de traçar os contornos da região externa, pois não é necessário nenhum tratamento espe-

cial nas bordas da imagem. Combinar a marcação de região e seguimento de contorno é

particularmente adequado para o processamento de grandes imagens [2]. Os pixels iso-

lados e seções �nas são tratados corretamente pelo algoritmo ao seguir os contornos. Os

contornos externos são como linhas passando pelos centros dos pixels do contorno, e os

contornos internos linhas em brancas, por exemplo, para distinguir.

A comparação e classi�cação de regiões binárias é amplamente utilizada, por exem-

plo, em Optical Character Recognition(OCR). A característica de uma região é medida

numérica ou qualitativa especí�ca que é computável a partir dos valores e coordenadas

dos pixels que compõem a região [2]. Por exemplo, uma das características mais simples

é seu tamanho ou área. Esse é o número de pixels que compõem uma região. Para des-

crever uma região de forma compacta, diferentes características são combinadas em um

vetor de características. Este vetor é então utilizado como uma espécie de �assinatura�

da região que pode ser utilizada para classi�cação ou comparação com outras regiões.

As melhores características são aquelas que são simples de calcular e não são facilmente

in�uenciadas por mudanças irrelevantes, como por exemplo translação, rotação e dimen-

sionamento [66] [2]. Depois de aplicar os �ltros e o detector de características à imagem

de entrada para gerar o mapa de característica que será utilizado pela CNN. A profundi-

dade de um �ltro em uma CNN deve corresponder à profundidade da imagem de entrada.

O número de canais de cores no �ltro deve permanecer igual ao da imagem de entrada.

Diferentes �ltros são criados para cada um dos três canais para uma imagem colorida.

Os �ltros para cada camada são inicializados aleatoriamente com base na distribuição

Normal ou Gaussiana. As camadas iniciais de uma rede convolucional extraem caracte-

rísticas de alto nível da imagem, portanto, usam menos �ltros. À medida que percorre

as camadas mais profundas, o número de �ltros aumenta pelo menos para duas vezes o

tamanho do �ltro da camada anterior. Os �ltros das camadas mais profundas aprendem

mais características, mas são computacionalmente muito custosos.

Ao clarear uma imagem adicionando um valor constante a todos os três canais RGB,

não necessariamente pode-se dizer que isso atinge o efeito desejado de tornar a imagem
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mais brilhante. Em alguns casos pode-se ver efeitos colaterais indesejáveis. Na verdade,

adicionar o mesmo valor a cada canal de cor não apenas aumenta a intensidade aparente

de cada pixel, mas também pode afetar o matiz e a saturação do pixel. As coordenadas de

cromaticidade ou até mesmo proporções de cores mais simples podem primeiro ser calcu-

ladas e usadas após a manipulação da luminância para recalcular uma imagem RGB com

o mesmo matiz e saturação [67]. Da mesma forma, o balanceamento de cores (por exem-

plo, para compensar a iluminação incandescente) pode ser realizado multiplicando cada

canal com um fator de escala diferente ou pelo processo mais complexo de mapeamento

do espaço de cores [2].

2.2.1.1 Projeto de �ltro

A principal diferença entre �ltros e operações de ponto é que os �ltros geralmente usam

mais de um pixel da imagem de origem para computar cada novo valor de pixel [2][67].

Muito usados na tarefa de suavizar uma imagem. As imagens parecem nítidas principal-

mente em locais onde a intensidade local aumenta ou diminui acentuadamente (ou seja,

onde a diferença entre os pixels vizinhos é grande). Por outro lado, uma imagem borrada

ou confusa pode ter a função de intensidade local suave. A primeira ideia para suavizar

uma imagem poderia ser simplesmente substituir cada pixel pela média de seus pixels

vizinhos. Essa média local simples já exibe todos os elementos importantes de um �ltro

típico. Em particular, é um chamado �ltro linear, que é uma classe muito importante de

�ltros [2][67].

Primeiro, os �ltros diferem das operações pontuais principalmente por usar não um

único pixel de origem, mas um conjunto deles para computar cada pixel resultante. As

coordenadas dos pixels de origem são �xas em relação à posição atual da imagem e ge-

ralmente formam uma região contínua. O tamanho da região do �ltro é um parâmetro

importante do �ltro porque especi�ca quantos os pixels originais contribuem para cada

valor de pixel resultante e, portanto, determinam a extensão espacial (suporte) do �l-

tro [2][67]. Por exemplo, o �ltro de suavização usa uma região de suporte 3Ö 3 centrada

na coordenada atual. Filtros semelhantes com suporte maior, como 5Ö 5, 7 Ö 7 ou até

mesmo 21Ö 21 pixels, teriam efeitos de suavização mais fortes. A forma da região do

�ltro não é necessariamente quadrática ou mesmo retangular. Na verdade, uma região

circular (em forma de disco) seria preferida para obter um efeito de desfoque isotrópico

(isto é, um que seja o mesmo em todas as direções da imagem) [2][67]. Outra opção é

atribuir pesos diferentes aos pixels na região de suporte, de modo a dar maior ênfase aos
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pixels mais próximos do centro da região. Além disso, a região de suporte de um �ltro

não precisa ser contínua e pode nem conter o próprio pixel original (imagine um �ltro em

forma de anel, por exemplo). Teoricamente, a região do �ltro pode até ser de tamanho

in�nito [2].

A Figura 2.3 ilustra a aplicação do �ltro de caixa linear 3Ö 3 em uma imagem em

tons de cinza modi�cada com "ruído de sal e pimenta". No canto superior esquerdo está a

imagem antes do �ltro e no canto superior direito imagem �ltrada. A baixo estão as �guras

com detalhes ampliados para mostar que os pixels de ruído individuais são nivelados.

Figura 2.3: Exemplo da aplicação do �ltro linear 3 x 3 em uma imagem em escala de
cinza. Fonte: [2].

2.2.2 Mascaramento da Região de Interesse

ROI-Masking, ou Region of Interest Masking, é um conceito utilizado no processamento

de imagem para destacar uma região de interesse especí�ca em uma imagem e ignorar o

restante [68]. É uma técnica comumente empregada quando se deseja realizar análises ou

operações apenas em uma parte especí�ca da imagem. AROI-Masking envolve a criação

de uma máscara que de�ne a região de interesse, geralmente por meio de uma forma
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geométrica, como um retângulo, círculo ou polígono. Em geral, a máscara é uma matriz

binária em que os pixels dentro da região de interesse são marcados como "1"(branco) e

os pixels fora da região de interesse são marcados como "0"(preto).

Ao aplicar a máscara à imagem original, todos os pixels correspondentes aos valores

"1"na máscara são preservados, enquanto os pixels correspondentes aos valores "0"são eli-

minados ou atribuídos um valor de fundo. Isso cria uma nova imagem, chamada de imagem

mascarada, contendo apenas a região de interesse de�nida pela máscara. AROI-Masking

é útil em várias aplicações, como detecção de objetos, segmentação de imagem, extração

de características e medição de propriedades especí�cas de uma região. Ela permite que

os algoritmos de processamento de imagem se concentrem apenas nas áreas relevantes,

economizando tempo de processamento e evitando informações desnecessárias [68].

Figura 2.4: Procedimento de remoção de fundo e �ltragem para se obter a imagem de
máscara.

A Figura 2.4 mostra o procedimento geral de pré-processamento para se obter a ima-

gem mascarada que representa a pessoa em um vídeo. Na Figura 2.4, o bloco `Threshold'

representa o �ltro que será utilizado para se obter a imagem suavizada. Esse trabalho ex-

plora a variação de diferentes técnicas de subtração de fundo, �ltragem e mascaramento,

bem como em diferentes ordens de aplicação, para serem avaliados na sensibilidade do

modelo de detecção de queda �nal.

2.2.3 Técnicas de remoção de fundo

As técnicas de remoção de fundo são usadas no processamento de imagem para isolar um

objeto de interesse em uma imagem, removendo o fundo ou as áreas indesejadas ao redor

dele [2]. Essas técnicas são amplamente aplicadas em várias áreas, como edição de fotos,
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segmentação de objetos e detecção de objetos. Por exemplo, o Chroma Keying é uma

técnica de chave de cor. Essa técnica envolve a seleção e remoção de uma cor especí�ca

do fundo da imagem [69]. É utilizada em produções de vídeo e fotogra�a, onde um fundo

de cor sólida, geralmente verde ou azul, é usado como cenário. O objeto de interesse é

capturado na frente desse fundo, e o algoritmo pode remover todas as áreas da imagem

que correspondem à cor do fundo, substituindo-as por uma nova imagem ou fundo.

Outro exemplo são os algoritmos baseados em segmentação [70]. Esses algoritmos

analisam as propriedades dos pixels da imagem para distinguir entre o objeto de interesse

e o fundo. Existem várias técnicas de segmentação que podem ser usadas, como segmenta-

ção baseada em limiar, segmentação por crescimento de região, segmentação por detecção

de borda, entre outras [70]. Esses algoritmos podem ser baseados em propriedades de

cor, textura, forma ou outras características dos pixels para separar o objeto do fundo.

Uma vez que a segmentação é realizada, os pixels correspondentes ao fundo podem ser

substituídos por uma cor sólida, um fundo transparente ou uma nova imagem de fundo.

A e�cácia das técnicas de remoção de fundo pode variar dependendo das características

da imagem, como iluminação, complexidade do objeto e qualidade da captura. Além disso,

em casos mais complexos, como cabelos ou objetos com bordas irregulares, a remoção de

fundo pode ser um desa�o e exigir técnicas mais avançadas, como aprendizado de máquina

ou técnicas baseadas em modelos estatísticos [2].

2.2.4 Técnicas de detecção de pessoas

As técnicas de detecção de pessoas em imagens são usadas para identi�car e localizar a

presença de pessoas em uma imagem. Essas técnicas são amplamente aplicadas em várias

áreas, como vigilância por vídeo, análise de multidões, reconhecimento facial e condu-

ção autônoma [71, 67]. Redes neurais convolucionais têm sido amplamente utilizadas na

detecção de pessoas em imagens devido à sua capacidade de aprender representações com-

plexas e hierárquicas das imagens [72]. Elas têm mostrado resultados bons e alcançaram

altos níveis de desempenho em tarefas de detecção de pessoas [72].

Uma descrição básica de como as CNNs são aplicadas na detecção de pessoas envolve

um conjunto de dados preparado, contendo imagens que contêm pessoas e imagens sem

pessoas [71]. As imagens podem ser redimensionadas para um tamanho especí�co e con-

vertidas para escala de cinza ou mantidas em cores, dependendo da abordagem adotada.

Um modelo de CNN é projetado para a tarefa de detecção de pessoas. Esse modelo ge-

ralmente consiste em camadas convolucionais, camadas de pooling e camadas totalmente
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conectadas [67]. As camadas convolucionais são responsáveis por aprender características

relevantes nas imagens, enquanto as camadas totalmente conectadas são responsáveis por

tomar decisões �nais. A CNN é treinada usando o conjunto de dados rotulado. Durante

o treinamento, os pesos da rede são ajustados iterativamente por meio de algoritmos de

otimização, como o gradiente descendente, para minimizar a diferença entre as previsões

da rede e as anotações do conjunto de dados [73].

Na etapa de detecção, ou seja, após a rede CNN estar treinada, a imagem de entrada

é pré-processada para se adequar à entrada da rede, como redimensionamento e normali-

zação [74]. A imagem pré-processada é passada pela rede neural convolucional, que gera

uma saída que representa a probabilidade da presença de uma pessoa em diferentes re-

giões da imagem. A saída da rede é analisada e um threshold é aplicado para determinar

as regiões que são consideradas como detecções de pessoas [67]. Além disso, técnicas de

pós-processamento, como supressão de não-máximos, podem ser aplicadas para eliminar

detecções redundantes ou sobrepostas [75, 67].

As CNNs podem aprender características discriminativas complexas, como formas

corporais, partes do corpo e contextos, que são essenciais para a detecção precisa de

pessoas em várias poses, tamanhos e ambientes [72]. A detecção de pessoas em tempo

real requer um bom equilíbrio entre precisão e e�ciência computacional, pois é necessário

processar as imagens em tempo real, especialmente em aplicações como vigilância ou

detecção de queda [73, 2].

2.2.5 O Fluxo Óptico

O �uxo óptico [76] [67] é o padrão de movimento aparente de objetos de imagem entre

quadros consecutivos causado pelo movimento do objeto. É um campo vetorial 2D, onde

cada vetor é um vetor de deslocamento que descreve o movimento dos pontos do primeiro

quadro para o segundo, considerando que as intensidades de pixel de um objeto não

mudam entre quadros consecutivos e que os pixels vizinhos têm movimento semelhante .

O movimento da imagem resulta da projeção do movimento de pontos ambientais que

se movem em relação ao plano de imagem de um sensor. Tanto o sensor quanto o ponto

�lmado são livres para se mover de forma independente. O �uxo óptico (também chamado

de velocidade da imagem) é uma aproximação calculada para este movimento de imagem

supondo que as mudanças nas intensidades espaço-temporais na sequência são devidas ao

movimento relativo do sensor e do ponto do ambiente. O calculo do �uxo óptico é um

problema fundamental em Visão Computacional e tem muitas aplicações. O objetivo é



2.2 Técnicas de processamento de imagem 21

calcular um campo de movimento que alinha os pixels de uma imagem com os de outra.

A estimativa de movimento é aplicada ao vídeo onde toda uma sequência de quadros

está disponível para executar esta tarefa. Como o movimento do pixel é principalmente

horizontal, as inclinações das trilhas de pixel individuais (texturizadas), que correspondem

às suas velocidades horizontais, podem ser vistas claramente.

ConsiderandoI (x; y; t ) o primeiro frame, na equação 2.1,x e y representam opixel

e t a dimensão de tempo. Se essepixel se move uma distância(dx; dy) em um tempodt

no próximo frame. Como o objeto tem a mesma intensidade, opixel é o mesmo:

I (x; y; t ) = I (x + dx; y + dy; t + dt) (2.1)

Pela aproximação da série deTaylor do lado direito, removendo os termos comuns e

divido por dt para obter a equação em 2.2:

f xu + f yv + f t = 0 (2.2)

Onde f x , f y, u e v são de�nidos como na equação em 2.3a 2.3b 2.3c 2.3d:

f x =
@f
@x

(2.3a)

f y =
@f
@y

(2.3b)

u =
@x
@t

(2.3c)

v =
@y
@t

(2.3d)

A equação 2.2 é chamada de equação de �uxo óptico, ondef x e f y são gradientes de

imagem. Of t é o gradiente ao longo do tempo. Não é possível resolver esta equação com

duas variáveis(u; v) desconhecidas. Mas, o métodoLucas-Kanade[76] [67][15] é um dos

métodos para resolver esse problema. Considerando que todos ospixels vizinhos terão

movimento semelhante, O métodoLucas-Kanadeconsidera uma matriz 3x3 ao redor do

ponto. Todos os 9 pontos têm o mesmo movimento. Pode-se encontrar(fx; fy; f t ) para

esses 9 pontos. Então agora basta resolver 9 equações com duas variáveis desconhecidas.

Uma melhor solução é obtida com o método de ajuste dos mínimos quadrados.

Então, a partir de alguns pontos para rastrear, calcula-se os vetores de �uxo óptico
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desses pontos. Então, aplicandoLucas-Kanade, obtém o �uxo óptico. O OpenCV[16],

uma biblioteca famosa para trabalhar com visão computacional utilizando a linguagem de

programaçãopython, fornece tudo isso em uma única função,cv.calcOpticalFlowPyrLK().

Movimento e estrutura 3D podem ser inferidos a partir de campos de velocidade 2D ou

campos de deslocamento 2D ou diretamente de derivadas da intensidade. O �uxo óptico

é usado para realizar detecção de movimento e segmentação de objetos. Também pode

ser usado para calcular codi�cação compensada de movimento. O �uxo óptico calculado

foi usado para uma imagem especí�ca em uma sequência para calcular a próxima imagem

da sequência.

2.2.6 Generative Adversarial Network

A Figura 2.5 mostra um esquema que ilustra didaticamente a relação daGenerative

Adversarial Network (GAN) dentro da área de Arti�cial Intelligence (AI), Computer

Vision (CV) e ML, bem como suas dependências.

Figura 2.5: Representação da GAN dentro da área de Inteligência Arti�cial

As redes adversárias generativas são baseadas em um jogo, no sentido de teoria dos jo-

gos, entre dois modelos de aprendizado de máquina, normalmente implementados usando

redes neurais [65]. Uma rede chamada gerador de�ne opmodel(x) implicitamente. O

gerador não é necessariamente capaz de avaliar a função de densidadepmodel. Para algu-

mas variantes de GANs, a avaliação da função de densidade é possível. Qualquer modelo



2.2 Técnicas de processamento de imagem 23

de densidade tratável para o qual a amostragem é tratável e diferenciável poderia ser

treinado como gerador de GAN, mas isso não é necessário [65]. Em vez disso, o gera-

dor deve ser capaz de extrair amostras da distribuiçãopmodel. O gerador é de�nido por

uma distribuição a priori p(z) sobre um vetor z que serve como entrada para a função do

geradorG(z; � (G)) onde� (G) é um conjunto de parâmetros que podem ser aprendidos de-

�nindo a estratégia do gerador no jogo. O vetor de entrada z pode ser pensado como uma

fonte de aleatoriedade em um sistema determinístico, análogo à semente do gerador de

números pseudo-aleatórios. A distribuição anteriorp(z) é normalmente uma distribuição

não estruturada, como uma distribuição gaussiana de alta dimensão ou uma distribuição

uniforme sobre um hipercubo [65]. As amostras z desta distribuição são então apenas

ruído. A principal função do gerador é aprender a funçãoG(z) que transforma esse ruído

não estruturado z em amostras realistas.

O outro jogador neste jogo é o discriminador. O discriminador examina amostras x e

retorna alguma estimativaD(x; � (D)) se x é real (extraído da distribuição de treinamento)

ou falso (extraído dopmodel executando o gerador). Na formulação original de GANs,

essa estimativa consiste em uma probabilidade de que a entrada seja real em vez de

falsa, assumindo que a distribuição real e a distribuição falsa são amostradas com a

mesma frequência [65]. Outras formulações existem, mas de um modo geral, ao nível das

descrições verbais e intuitivas, o discriminador tenta prever se a entrada foi real ou falsa.

Cada jogador incorre em um custo:J (G)(� (G); � (D)) para o gerador eJ (D)(� (G); � (D))

para o discriminador [65]. Cada jogador tenta minimizar seu próprio custo. Grosso modo,

o custo do discriminador o encoraja a classi�car corretamente os dados como reais ou fal-

sos, enquanto o custo do gerador o encoraja a gerar amostras que o discriminador classi�ca

incorretamente como reais. Muitas formulações especí�cas diferentes desses custos são

possíveis. Na versão original de GANs,J (D) foi de�nido como o log-likelihood negativo

que o discriminador atribui aos rótulos real e falso dado a entrada para o discrimina-

dor [65]. Em outras palavras, o discriminador é treinado como um classi�cador binário

regular. O trabalho original sobre GANs oferecia duas versões do custo para o gerador.

Uma versão, hoje chamada minimax GAN (M-GAN), de�niu um custoJ (G) = � J (D).

M-GAN de�ne o custo do gerador invertendo o sinal do custo do discriminador [65]. Outra

abordagem é o GAN não saturado (NS-GAN), para o qual o custo do gerador é de�nido

invertendo os rótulos do discriminador. Em outras palavras, o gerador tenta minimizar

a probabilidade logarítmica negativa (onegative log-likelihood) que o discriminador atri-

bui aos rótulos errados. O último ajuda a evitar a saturação do gradiente durante o

treinamento do modelo.
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GANs são como falsi�cadores e policiais: os falsi�cadores fazem dinheiro falso en-

quanto a polícia tenta prender os falsi�cadores e continua permitindo a circulação de

dinheiro legítimo. A competição entre falsi�cadores e a polícia leva a uma falsi�cação de

dinheiro cada vez mais realista, até que eventualmente os falsi�cadores produzem falsi�-

cações perfeitas e a polícia não consegue distinguir entre dinheiro real e falso. Ilustrati-

vamente, no modelo proposto, osautoencoderssão os falsi�cadores, ou seja, os geradores.



Capítulo 3

Trabalhos relacionados

Existem várias abordagens para monitorar a atividade humana que podem ser empregadas

para detectar quando ocorreu um evento de queda humana. Os sistemas de detecção de

eventos baseados no monitoramento de atividades foram desenvolvidos usando diferentes

técnicas de detecção [62]. Os sistemas de detecção de queda irão identi�car a queda e

alertar o contato de emergência (previamente determinado) de forma passiva. Isso ajuda

muito, pois a severidade do acidente depende muito do tempo que a pessoa �ca deitada

após a queda, então se a pessoa cair e perder a consciência, alguém �cará sabendo ime-

diatamente para tomar uma ação. Alguns sistemas usam sensores de smartphones como

acelerômetros, giroscópios e magnetômetros para detectar quando a queda aconteceu [62].

A Figura 3.1 ilustra o esquema geral de um sistema de detecção de quedas baseado em

sinais de radiofrequência. Cardenas et al [3] se concentram na etapa de detecção do

sistema. Na etapa de detecção, um sinal de RF é transmitido por um transmissor através

de um ambiente interno e captado por um receptor. Foi implementada uma plataforma

operando na faixa de frequência de sistemas WiFi - IEEE 802.11. Esta plataforma per-

mite experimentar diferentes orientações e posições das antenas. Os sinais transmitidos

são recolhidos por um analisador de espectro que permite registar uma série de amostras

da dispersão do sinal no domínio da frequência em todo o ambiente interior. Com esta

informação é possível calcular os espectrogramas do sinal. Os experimentos são conduzi-

dos em um ambiente controlado para evitar sinais de interferência gerados por re�exões

de objetos em movimento que não sejam o alvo. O ambiente interno inclui escada de três

degraus. Quando as quedas ocorrem o sistema registra e detecta as dispersões de sinal

durante esse evento.

Entre essas tecnologias, destaca-se a iniciativa recente do uso deChannel State Infor-

mation (CSI) de redesWi-Fi para monitorar pacientes remotamente, quedas e podendo
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Figura 3.1: Esquema geral de um sistema de detecção de quedas baseado em sinais de
radiofrequência. Fonte: [3].

fornecer meios para obter um poderoso pacote de informações médicas de forma não in-

vasiva e com baixo custo [77, 78]. O sinal CSI representa a resposta em frequência do

canal (Channel Frequency Response- CFR) para cada subportadora entre os pares de

antenas de transmissão e recepção[79]. O CSI pode capturar as interferências que o corpo

humano causa no sinal eletromagnético nos domínios do tempo e da frequência e em do-

mínios espaciais. Essas informações podem ser usadas para diferentes aplicações, como a

detecção da presença humana, detecção de movimentos, identi�cação humana, detecção

de queda, reconhecimento de gestos, localização humana e monitoramento de sinais vitais

e das condições de saúde [77, 79]. Para monitoramento da movimentação do paciente, as

subportadoras do OFDM (Orthogonal Frequency Division Multiplexing) são usadas como

vários sensores para detectar a mudança física de uma pessoa. Uma análise de forma de

onda CSI permite detectar atividades mínimas do corpo humano, como a respiração, os

batimentos cardíacos, dentre outros.

Liu et al [4] usam restrição de �uxo óptico e imagens reconstruídas para prever

quadros futuros. Eles usam um modelo baseado em CNN para estimativa de �uxo, o que

pode facilitar a retropropagação e realizar treinamento com imagens RGBs. Seguindo essa

ideia, nesse trabalho é utilizada uma rede espaço-temporal para reconstrução de �uxo, que

recebe como entrada uma janela de quadro do �uxo óptico. Esta rede calcula quadros

de �uxo óptico denso para dois quadros consecutivos. O �uxo é combinado na direção e

magnitude dos eixos horizontal e vertical para formar uma imagem tridimensional.

A detecção de anomalias em vídeos refere-se à identi�cação de eventos que não estão
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Figura 3.2: Alguns quadros preditos e sua verdade básica (ground truth) em eventos
normais e anormais. Fonte: [4].

de acordo com o comportamento esperado. No entanto, quase todos os métodos existentes

abordam o problema minimizando corrigir os erros de reconstrução dos dados de treina-

mento, o que pode não garantir um erro de reconstrução maior para um evento anormal.

A Figura 3.2 ilustra essa idéia: nela a região é zona de caminhada, quando os pedestres

estão andando na área, os quadros podem ser bem previstos. Enquanto para alguns even-

tos anormais (uma bicicleta ou dois homens brigando), as previsões são borradas e com

distorção de cores.Liu et al [4] propõem abordar a anomalia como problema de detecção

dentro de uma estrutura de previsão de vídeo. Este trabalho aproveita a diferença entre

um quadro futuro e previsto e sua verdade fundamental para detectar um evento anormal

para prever um quadro futuro com maior qualidade para eventos normais. Esse traba-

lho apresenta melhor visualização em cores. Além das restrições de aparência espacial

comumente usadas na intensidade e no gradiente, também foi utilizada uma restrição de

movimento temporal na previsão de vídeo, reforçando o �uxo óptico entre os quadros pre-

vistos para que a verdade fundamental pelo campo de quadros sejam consistentes. Este

trabalho introduz uma restrição temporal na tarefa de previsão de vídeo. Tais restrições

espaciais e de movimento facilitam a previsão futura de quadros para eventos normais e,

consequentemente, facilitam a identi�cação de eventos anormais que não atendem à ex-

pectativa. Experimentos extensivos em um conjunto de dados disponíveis publicamente

validam a e�cácia do método em termos de robustez à incerteza em eventos normais e

sensibilidade a eventos anormais.

Zahan et al [5] propõem um modelo de rede de convolução de grafos e�ciente que

explora dependências espaço-temporais e dinâmicas de articulações do esqueleto humano
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para detecção precisa de quedas, melhorando os modelos existentes super parametrizados

ou avaliados em pequenos conjuntos de dados com muito poucas classes de atividade. As

articulações esqueléticas foram exploradas para extração de características com modelos

de imagem que ignoram a dependência conjunta entre os quadros, o que é importante para

a classi�cação das ações. O método aproveita a representação dinâmica com característi-

cas espaço-temporais e simultâneas das articulações esqueléticas. A convolução do grafo

usa a matriz de adjacência que incorpora informações de conectividade do nó na operação

de convolução para extrair a dependência inerente dos nós. O esqueleto humano também

pode ser representado como um grafo com as articulações sendo nós e os ossos sendo

arestas. O trabalho é um modelo baseado emGraph Convolutional Networks(GCN) que

utiliza adjacência de nós físicos para aprender uma melhor representação da estrutura do

corpo. A Figura 3.3 mostra uma representação de esqueleto com adjacência de borda.

A esquerda a representação do esqueleto dos vizinhos (azul) da articulação da coluna

vertebral (vermelho). A direita a representação da matriz NÖN para todas as 25 juntas.

Figura 3.3: Ilustração da estrutura de esqueleto e a representação da matriz para todas
as juntas. Fonte: [5].

A convolução 2D tradicional trata a entrada como uma imagem 2D e calcula o mapa

de recursos de saída usando o �ltro especi�cado para capturar formas e arestas [5]. A

matriz de adjacência atua como uma operação de passagem, permitindo a convolução de

grafo para aprender a adjacência do nó. Foi utilizado o particionamento de con�guração

espacial para gerar a matriz de adjacência sugerida, onde os nós vizinhos são divididos em

três subconjuntos: nó raiz, grupo centrípeto: mais próximo do centro de gravidade do nó

raiz, e grupo centrífugo: mais longe do nó raiz. Em vez de usar a adjacência usual, esse

particionamento de distância aumenta a representatividade do grá�co para convolução

espacial [5].



3 Trabalhos relacionados 29

Steven et al [6] propõem um sistema de detecção de queda que usa uma câmera

2D. Assim, como na proposta desta dissertação,Steven et alutilizam uma biblioteca de

código aberto (OpenCV) e técnicas de visão computacional para detecção de quedas. Eles

também usaram uma técnicaBackground Subtraction(BS) que funciona em conjunto com

a detecção de movimento para detectar quedas. Eles usaram sinalizadores e cronômetros

para melhorar seu sistema. Os sinalizadores são usados para evitar falsos positivos quando

a posição inicial é o solo. Os cronômetros determinam o tempo mínimo que uma pessoa

deve �car deitada no chão para detectar uma queda.

Algumas técnicas comuns nos sistemas de detecção de queda baseados em câmeras

são: remoção de fundo estático/dinâmico, detecção de esqueleto, operações morfológicas,

detecção de membros, etc.Steven et al[6] enfoca na remoção dinâmica de fundo e ope-

rações morfológicas. A subtração de fundo estático é a técnica de remoção de fundo mais

fácil. Ele subtrai uma imagem estática de quadros de vídeo com o mesmo fundo (subtração

de matriz). Uma das desvantagens dessa técnica é conhecida como duplicação de objetos.

Quando um objeto que já está localizado no fundo é movido e uma segunda imagem do

mesmo objeto será criada onde estava localizado ao fundo (criando uma imagem fantas-

magórica) e outro no novo local como ilustra a Figura 3.4. Os modelos CVSC3 e CVSC4

propostos nesta dissertação contornam essa de�ciência a partir da atualização periódica

do fundo e comparação com quadros anteriores. Assim, os pixels que se repetem dentro

da sequencia de frames são contados como fundo, contudo, o algoritmo constantemente

faz essa veri�cação dentro de um loop.

Figura 3.4: Ilustração da falha da técnica de subtração de fundo. Fonte: [6].

A subtração dinâmica de fundo é outra técnica usada em problemas de visão compu-

tacional [6]. Ele compara o quadro atual com o anterior e atualiza o fundo. Isso resolve

o problema de duplicação experimentado na remoção de fundo estático. Uma das princi-

pais desvantagens dos sistemas baseados em câmeras está relacionada à privacidade das
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pessoas. Em algumas situações é inadequado colocar uma câmera nos banheiros, embora

exista uma alta taxa de quedas no banheiro [80]. Embora o sistema de detecção de queda

analise as imagens de forma automática e independente da observação de um humano,

algumas pessoas podem se sentir desconfortáveis com a presença de câmeras. Algumas

soluções possíveis incluem gravar imagens apenas quando ocorrer uma queda ou usar a

câmera no peito/cintura e capturar as imagens da movimentação e não do sujeito [6].

Chen et al [7] desenvolveram uma abordagem de detecção de queda baseada em vídeo

usando poses humanas. Em primeiro lugar, um estimador de pose leve extrai poses 2D

de sequências de vídeo e, em seguida, as poses 2D são aumentadas para poses 3D. Na

segunda fase, uma rede robusta de detecção de queda que inclui uma CNN para reconhecer

eventos de queda usando poses 3D estimadas aumenta o respectivo campo e mantém um

baixo custo computacional para convoluções. A estimativa da pose humana 3D consiste

em localizar a posição dos pontos-chave humanos no espaço 3D a partir de imagens ou

vídeos. Assim, a abordagem de detecção de quedas consiste em duas etapas, onde a

primeira é estimar poses 3D em sequências de vídeo e a segunda é reconhecer eventos

de queda a partir de poses 3D estimadas. O primeiro passo é compatível com qualquer

estimador de pose de última geração [7]. Um estimador de pose 2D leve e uma rede de

elevação são adotados para reduzir o custo de computação. Na segunda etapa, o artigo

apresenta uma rede de detecção de quedas tomando como entrada poses 3D de cada

quadro.

Figura 3.5: Resultados qualitativos de algumas imagens de exemplo. São apresentadas a
imagem inicial, poses 2D, poses 3D e poses GT 3D. Fonte: [7].

Para obter uma precisão convincente e, ao mesmo tempo, manter o baixo custo de

computação para longas sequências de vídeo, é adotada a convolução temporal dilatada

unidimensional [7]. O artigo explora os efeitos de fatores que poderiam contribuir para

o desempenho da detecção de quedas, incluindo juntas de entrada e função de perda. A

rede de detecção de queda é uma rede totalmente convolucional com conexões residuais

que toma uma sequência de poses 3D como entrada e prevê se há um comportamento
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de queda. Em redes convolucionais, o caminho do gradiente entre a saída e a entrada

tem um comprimento �xo, o que mitiga o desaparecimento e a explosão de gradientes [7].

O número de quadros debatch foi de�nido como 300 para reconhecer quedas em uma

sequência de vídeo longa. Além disso, convoluções dilatadas são aplicadas na rede para

modelar dependências de longo prazo, mantendo a e�ciência. Os primeiros métodos de

estimativa de pose humana 3D prevêem diretamente as coordenadas das articulações

3D por meio de redes neurais profundas. Embora um conjunto de recursos adequados

para a tarefa possa ser aprendido espontaneamente, esses modelos geralmente possuem

grandes recursos computacionais, custo de implantação e alta complexidade. Devido ao

desenvolvimento da estimativa de pose humana 2D, os métodos baseados em poses 2D

tornaram-se a corrente principal. As poses 2D são concatenadas como entrada para prever

as informações de profundidade de cada ponto-chave, reduzindo bastante a complexidade

do modelo [7].

Xu et al [8] desenvolveram uma CNN para detecção de queda através da formação

de um mapa 2D do corpo ósseo do sujeito identi�cado nas gravações de câmeras RGBs.

Eles usaram OPENPOSE [81] para converter a imagem na imagem do esqueleto corres-

pondente. Em seguida, usando aprendizado de transferência, o conjunto de dados foi

usado para treinar um novo modelo de detecção de queda. Tanto o trabalho deChen et

al e o deXu et al foram utilizados para a comparação com o modelo proposto nesta pes-

quisa por serem modelos de CNNs para detectar quedas especí�cas através de gravações

RGBs. OPENPOSE é o código divulgado publicamente da CMU University, e é capaz

de converter cada frame em uma imagem de esqueleto correspondente. A imagem do

esqueleto de cada quadro foi salva para fornecer o conjunto de dados. Terceiro, foi usado

o método de aprendizagem por transferência para obter o conjunto de dados e treinar o

mapa do esqueleto correspondente. Assim foi obtido o modelo de detecção de queda. A

principal contribuição do trabalho deles é o mapa de esqueleto para detecção de quedas.

OPENPOSE é uma biblioteca C++ que pode realizar detecção de pontos-chave de várias

pessoas em tempo real, que pode ser compartilhada em uma única imagem. O corpo

humano pode ser detectado em conjunto em uma única imagem como mostrado na Fi-

gura 3.6. A descrição dos pontos-chave da mão e do rosto (um total de 130 pontos-chave)

é muito detalhada, podendo ser descritos dezenas de pontos-chave nos olhos, sobrancelhas,

nariz e boca como mostrado na Figura 3.6. OPENPOSE foi originalmente implementado

com OpenCV e Ca�e, e a versão OpenCV e TensorFlow foi lançada a pouco tempo [8].

OPENPOSE pode inserir a imagem colorida e usar o modelo MobileNet [8] para

obter a imagem do esqueleto 2D, conforme mostrado na Figura 3.6. Para imagens de



3 Trabalhos relacionados 32

Figura 3.6: Imagem em escala de cinza, mapa de calor, mapa ósseo obtido em imagem de
alta de�nição. Fonte: [8].

alta de�nição, o efeito será muito bom. Portanto, a resolução da imagem é necessária.

OPENPOSE pode fotografar e exibir o mapa do esqueleto em tempo real através da

câmera. Esta função possui requisitos de desempenho de hardware mais elevados. São

necessárias pelo menos quatro GPUs para ter o efeito em um grande grupo de pessoas.

Usando um notebook normal, cada quadro do vídeo terá um atraso de 1 s a 1,5 s [8]. E o

mapa ósseo não pode ser exibido corretamente e o efeito em tempo real é muito ruim. Este

trabalho tem um bom efeito em locais onde não há obstrução de objetos e a iluminação é

forte. Quando houver muitas máscaras nas lentes ou se o ambiente ao estiver muito escuro,

os resultados experimentais serão bastante reduzidos [8]. Como exibir pontos corporais

ocluídos na presença de obstruções é uma possibilidade de pesquisa futura.

Mehta et al [9] propuseram o 3D Convolutional Autoencoder (3DCAE) em conjunto

com o �uxo óptico para detecção de eventos anormais aplicado à detecção de quedas. A

estrutura proposta com aprendizagem adversária generativa usa movimento e região para

detectar quedas com imagens térmicas. O modelo consiste em uma rede de dois canais,

com um canal aprendendo explicitamente o movimento na forma de um �uxo óptico,

enquanto o outro recebe quadros de vídeo brutos como entrada. A abordagem pode lidar

com situações em que uma pessoa pode não estar presente em um quadro, reduzindo a

taxa de falsos positivos. A Figura 3.7 ilustra o modelo proposto. Esse modelo foi utilizado

como referência no modelo CVSC.

O modelo tem como base que os recursos espaço-temporais de aprendizagem utilizando

a região e movimento em sequências de vídeo melhoram a detecção de quedas quando

treinados com a GAN. Para esse �m, a estrutura com reconhecimento de movimento

e região consiste em dois canais separados otimizados em conjunto. O primeiro canal

recebe a sequência de vídeo térmica e o segundo canal recebe a entrada com o �uxo

óptico correspondente. As saídas de ambos os canais são combinadas para fornecer uma
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Figura 3.7: Modelo proposto porMehta et al, a qual foi o modelo de base para o CVSC.
Fonte: [9]

pontuação discriminativa para o aprendizado da rede GAN. O treinamento conjunto de

canais de �uxo térmico e óptico facilita o aprendizado de características discriminatórias

baseadas em movimento e região [9]. Eles Realizaram o rastreamento de pessoas em

vídeos térmicos de forma que quando uma pessoa não é detectada continuamente por 10

quadros, o algorítmo quebra o vídeo e cria subvídeos, resultando em 22 subvídeos, que

contêm ainda 12.454 quadros de vídeos ADL para treinamento. Após a conclusão do

treinamento, o bloco `Thermal Autoencoder', na Figura 3.7, seria capaz de reconstruir

sequências ADL de forma e�ciente e o bloco `3DCNN', na Figura 3.7, seria capaz de

diferenciar entre sequências ADL reais e reconstruídas.

Durante o teste, quando uma sequência de vídeo contendo quadros de queda é mos-

trada para esta rede, um alto erro de reconstrução e/ou baixa probabilidade do discri-

minador indicará uma sequência de vídeo anômala. Portanto, este modelo é capaz de

identi�car quedas com alta precisão. O erro de reconstrução do bloco `Thermal Autoen-

coder' ou a saída de probabilidade do bloco `3DCNN' ou sua combinação pode ser usada

como uma pontuação de anomalia para identi�car quedas invisíveis durante o teste. As-

sim, o modelo compreende autoencoders convolucionais 3D de dois canais que reconstroem

os dados térmicos e as sequências de entrada do �uxo óptico, respectivamente. Portanto,

o modelo introduz uma técnica para rastrear a região de interesse, uma restrição de dife-

rença baseada na região e um discriminador conjunto para calcular o erro de reconstrução.

Um erro de reconstrução maior indica a ocorrência de uma queda.

Nas imagens térmicas, uma pessoa pode parecer mais brilhante que o fundo devido

às diferenças no calor emitido pela pessoa e pelo objeto. No rastreamento da região de

interesse, o limite de Otsu [9] é aplicado à imagem térmica para separar o fundo escuro,
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Figura 3.8: Quadros resultantes da técnica de rastreamento da região de interesse proposta
por Mehta et al para câmeras térmicas. Fonte: [9]

como mostrado na Figura 3.8. No canto superior esquerdo da Figura 3.8, mostra a imagem

termal original, no canto superior direito a imagem com o limite de Otsu, no canto inferior

esquerdo a imagem onde o contorno da pessoa é destacado e no canto inferior direito a

imagem com a caixa delimitadora mínima destacada. A imagem com limite ainda pode

conter objetos de fundo brilhantes.

Neste trabalho, foi realizado uma expansão de [9] em ROI e pré-processamento. Foi

assumido um cenário diferente utilizando cameras RGB e IR ao invés de cameras térmicas

e onde falsos negativos não são toleráveis. Os quadros do vídeo foram transformados em

escala de cinza e redimensionados. Tanto nas imagens RGB e IR foi realizado a operação

de fechamento (closing) morfológico de imagem. O fechamento morfológico é uma técnica

utilizada em processamento de imagens para remover pequenos buracos e detalhes escuros

(ruídos) nas regiões claras de uma imagem, e também para preencher pequenas lacunas

nas regiões escuras. O fechamento é uma combinação de dilatação seguida de erosão. Ele

é útil para preencher buracos em regiões claras e remover pequenos objetos escuros como

pode ser observado na Figura 3.9.

O pré-processamento proposto possibilita a utilização de imagens RGB e IR. Foi usado

o TMF para melhorar a sensibilidade do modelo IR. A técnica de rastreamento da região de

interesse melhora o desempenho do sistema na alteração do fundo da imagem e dos objetos

de fundo. Esse modelo foi chamado deConvolutional Video Stream Combination(CVSC)
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Figura 3.9: Quadro resultante após a aplicação da operação de fechamento em uma
imagem infra-vermelho.

2. Uma alternativa ao modelo CVSC anterior, alterando a técnica BS para o método de

contagem de pixel. Esse modelo foi chamado de CVSC 3. O algoritmo CNT é um método

que usa apenas informações dos valores de pixel dos quadros anteriores. CNT BS trabalha

com contagem de quadros. Se a cor do pixel permanecer estável por um determinado

número de quadros, o algoritmo a considera fundo; caso contrário, é instável, portanto, é

removido. O CNT melhorou o tempo de processamento do modelo de [14]. A �ltragem

de fundo mostrou-se uma técnica importante para diminuir o tempo de processamento e

melhorar a sensibilidade do modelo. Assim, a dissertação descreve e avalia um modelo de

rede neural chamado de CVSC para melhorar o monitoramento e a segurança de indivíduos

com risco de queda, como idosos ou pessoas com mobilidade reduzida. O modelo trabalha

com gravações IR, pois quedas também podem ocorrer em ambientes com pouca luz.

Existem basicamente dois tipos de sistemas de detecção de queda: ambientais e vestí-

veis (wearables). Os dispositivos ambientais são instalados na parede da casa ou mesmo

no piso e monitoram apenas aquele ambiente. Então, se a pessoa cair fora de casa, ele não

irá detectar. O ponto positivo deles é a pessoa não precisar usar nenhum tipo de equipa-

mento, então não há o risco do esquecimento ou não adaptação a um relógio ou pingente.

Além disso, também pode monitorar se a pessoa se levantou da cama, frequência de idas

ao banheiro ou se saiu de casa. Esses sistemas podem funcionar por rádio frequência,

infravermelho, câmera, sensor de pressão ou até mesmo microfone, mas ainda são muito
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Tabela 3.1: Principais características entre os modelos de detecção de queda.

Modelo
Modalidade
de detecção

Características
especí�cas

CVSC Câmeras RGB e IR
Adaptação com relação a variações de

iluminação e objetos de fundo.

[9] Câmeras térmicas
Usa câmeras térmicas para garantir

a privacidade das pessoas.

[8] Câmeras RGB
Usa mapas de pontos corporais de

imagens 2D para fazer detecções de queda.

[7] Câmeras RGB
Alta precisão de no conjunto de dados

NTU RGB+D e desempenho em tempo real
em plataforma sem GPU.

[6] 2D camera
A subtração de fundo (dinâmica) e a detecção

de movimento são usadas para melhorar
o desempenho na detecção de quedas.

[5] Dados do esqueleto
Usa uma arquitetura leve

que é mais fácil de implementar
em sistemas embarcados.

[4] Câmeras RGB
Usa restrição de �uxo óptico

e imagens reconstruídas
para prever quadros futuros.

difíceis de encontrar no mercado nacional1.

A Tabela 3.1 mostra as principais vantagens dos principais modelos de visão com-

putacional para detecção de queda. A característica que se destaca no modelo proposto

deste trabalho é a adaptação com relação a variações de iluminação e objetos de fundo.

O CVSC é o único com mais de uma modalidade de detecção: câmeras RGB e IR. O

modelo proposto em [6] se destaca pela subtração de fundo (dinâmica) e a detecção de

movimento são usadas para melhorar o desempenho na detecção quedas. Sinalizadores e

temporizadores também são empregados para melhorar o sistema. O modelo proposto em

[6] Usa uma abordagem baseada na identi�cação dos pontos corporais em uma estrutura

de esqueleto como modalidade de detecção para eliminar preocupações com privacidade

e possui uma arquitetura leve que é mais fácil de implementar em sistemas embarcados.

A Tabela 3.2 mostra as principais desvantagens dos modelos de visão computacional

para detecção de queda. A desvantagem do modelo de detecção de queda proposto é que

1https://www.larpontoi.com/post/qual-detector-de-queda-escolher
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Tabela 3.2: Desvantagens entre os modelos de detecção de queda.

Modelo
Modalidade
de detecção

Desvantagens

CVSC Câmeras RGB e IR
Não detecta queda na

presença de grupos de pessoas.

[9] Câmeras Térmicas
Câmera custosa. Custo de

implantação em mais de um ambiente.

[8] Câmeras RGB
Baixo desempenho na presença de

obstruções ou em ambientes escuros.

[7] Câmeras RGB

Lightweight Pose Network
pode ser alterado para outro
estimador de pose para maior

e�ciência e robustez.

[6] câmeras 2D
O sistema pode ser melhorado

através da detecção do piso, eliminando
a necessidade de limites de altura.

[5] Dados do esqueleto
Para aplicações reais, exige o pré-processamento
da extração dos dados de esqueleto dos frames.

[4] Câmeras RGB
Não pode prever o próximo quadro em
um momento de movimento abrupto.

ele não detecta queda na presença de várias pessoas no ambiente. Contudo, quando possui

mais pessoas no ambiente não seria tão necessário alertar a ocorrência da queda tento em

vista que já teria pessoas próximas. Em geral, os modelos de visão computacional tem

como desvantagem que em alguns ambientes, como em casa geriátricas ou hospitais, não

é adequado colocar uma câmera no banheiro, mas o banheiro costuma ser um ambiente

com alto risco de queda. O modelo proposto em [9] é o que lida melhor com a questão da

privacidade por utilizar câmeras térmicas, onde a identi�cação das pessoas é mais difícil.

Contudo, ainda assim poderia causar desconforto a presença de câmera no banheiro de

um hospital ou casa geriátrica. Além disso as câmeras térmicas possuem um custo mais

elevado do que as câmeras RGB. O custo do projeto de monitoramento remoto poderia

ser ainda maior proporcionalmente ao número de câmeras térmicas. Além disso, muitos

dos hospitais e casas geriatrias já possuem câmeras de monitoramento com RGB e IR,

então o ideal seria aproveitar o sistema de monitoramento já instalado.

Os modelos de visão computacional poderiam de fato contar também com um pré-

processamento para desidenti�car as pessoas no vídeo, mas ainda assim não mudaria o
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desconforto da presença de câmera no banheiro. O modelo proposto em [6] usa uma

abordagem baseada na identi�cação em vídeo dos pontos corporais em uma estrutura de

esqueleto como modalidade de detecção para diminuir as preocupações com privacidade.

Contudo, ainda assim o idoso poderia se sentir desconfortável com a presença de câmera

em alguns ambientes e pode não entender que o monitoramento possui desidenti�cação de

pessoas no vídeo. É importante ressaltar que a prevenção de quedas é sempre importante e

que nenhum dispositivo trabalha com prevenção. Para prevenir quedas, é importante falar

com pro�ssionais de saúde, incorporar atividade física no dia-a-dia e deixar o ambiente

adequado a �m de reduzir riscos de quedas.



Capítulo 4

Modelo Proposto

Os sistemas baseados em vídeo têm limitações na detecção de quedas devido a mudanças

no fundo da imagem, objetos de fundo, iluminação e movimento da câmera [9]. Algumas

abordagens não funcionam em ambientes pouco iluminados e não são adequadas para

detectar quedas usando câmeras infravermelhas, podendo não funcionar em ambientes

escuros [6]. A proposta do modelo CVSC é a adaptar o pré-processamento de imagem para

que o modelo de detecção de queda possa ter alta sensibilidade com relação a variações

de iluminação e objetos de fundo. Assim, o CVSC pode ser capaz de lidar com mais de

uma modalidade de detecção: câmeras RGB e IR. O CVSC expande o modelo de Metha

et al [9] com diferentes técnicas de pré-processamento visando melhorar a qualidade da

detecção, considerando os tipos mais usuais de câmeras, visando o cenário de detecção

de queda de idosos em casas de repouso. O modelo de Metha et al utiliza câmeras

térmicas. Assim, o pré-processamento do CVSC visa melhorar o desempenho do modelo

para câmeras RGB e IR pois muitos dos hospitais e casas geriatrias já possuem câmeras de

monitoramento com RGB e IR. Além disso o modelo CVSC deve alternar entre o modo de

operação junto com a câmera, ou seja, quando a iluminação diminuir, o sensor da câmera

identi�ca a baixa luminosidade e troca para o modo de operação infra-vermelho e passa

a enviar um stream de video IR ao invés de RGB. Assim, que o modelo CVSC passar a

receber esse novo stream de vídeo IR. Ele identi�ca o stream IR e trocar também o seu

modo de operação de RGB para IR. O CVSC pode realizar esse identi�cação mudar o seu

modo de operação porque a resolução das gravações IR e RGB são diferentes.
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4.1 Convolutional Video Stream Combination - CVSC

O CVSC [14] é um modelo baseado em um modelo de rede neural proposto para a detecção

de quedas. Esse modelo inicial serviu como base para o estudo de mais técnicas de pré-

processamento, que levaram ao desenvolvimento dos modelos CVSCs 2, 3 e 4. O objetivo

dos modelos propostos e analisados é apoiar a detecção de quedas de idosos com alta

sensibilidade, ou seja, impedindo com alta probabilidade que uma queda seja erroneamente

classi�cada como uma não-queda. É importante notar que esse é o principal requisito do

sistema. Além disso, é importante que não sejam gerados muitos alarmes falsos de queda,

para que os alarmes não venham a ser desconsiderados pelos cuidadores e familiares.

O CVSC é um sistema de monitoramento de detecção de queda para idosos em am-

bientes fechados; porém, visando cenários onde o idoso tenha alguma independência, o

sistema deve ser capaz de atuar tanto em ambientes claros quanto escuros, alertando que-

das sem a necessidade de monitoramento humano. Cabe destaque que, mesmo em casas de

repouso, usualmente os idosos não são assistidos 100% do tempo, muito embora existam

pessoas no local que podem auxiliar em casos de emergência. Assim, o sistema auxilia

gerando alarmes para essas pessoas próximas quando quedas ocorrem nos momentos que

os idosos estão desassistidos.

No cenário alvo tratado, usualmente, a pessoa estará sozinha na cena da câmera, uma

vez que é esse o caso no qual uma queda precisa ser noti�cada a terceiros que não estão

no local. Diferentemente de outras propostas, entende-se que o sistema deve ser capaz de

atuar nas situações de claro e escuro para uso real com idosos. Como base para o CVSC,

foi utilizado o método de detecção de anomalia, de forma que o sistema identi�que a queda

considerando a distribuição desbalanceada de eventos das atividades cotidianas [14]. É

um paradigma de classi�cação no qual o padrão de eventos normais é aprendido a partir

dos desvios de distribuição.

A Figura 4.1 é a visão geral do modelo CVSC, que propõe novos mecanismos de pro-

cessamento de imagem eROI Masking, estendendo [9] para dar suporte a câmeras RGB

e infravermelho, além de aumentar a sensibilidade do algoritmo classi�cador. O algoritmo

CNN foi usado para calcular o desvio de reconstrução conforme mostrado na Figura 4.1.

Após as gravações, o bloco `Pré-Processamento de Imagem' executa o redimensionamento

da imagem, a transformação em tons de cinza e diminui a taxa de quadros de entrada.

A CNN calcula o desvio da reconstrução [14]. Em seguida, dois �uxos são executados

em paralelo, como em [9]: um explicitamente aprendendo o movimento na forma de um
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Figura 4.1: Visão geral do modelo CVSC, a qual é baseada na proposta de Mehta et al [9].

�uxo óptico [15] e o outro recebendo quadros de vídeo brutos como entrada.

Na implementação proposta, o CVSC redimensiona a escala da imagem para640� 480

e divide todos os quadros de vídeo em janelas de 8 quadros usando o método de janela

deslizante com passo (step) 1 [14]. Em seguida, são aplicados �ltros para melhorar

a detecção de pessoas nas imagens. É possível usar uma combinação dos �ltros para

destacar a diferença de tonalidade. O �ltro de Kalman contribui para rastrear o idoso. O

algoritmo aplica com velocidade constante o �ltro de Kalman nas coordenadas superior

esquerda e inferior direita da caixa delimitadora. O código e detalhes de implementação

estão disponíveis noGitHub em [82].

4.1.1 Seleção de Filtros

O �ltro de limiarização realiza uma operação de limiarização em um quadro de imagem

(frame). A limiarização é uma técnica de processamento de imagem que converte uma

imagem em escala de cinza em uma imagem binária, onde cada pixel é convertido em

preto ou branco com base em um valor limite (threshold) que é aplicado a todos os pixels

da imagem [2]. O valor máximo que pode ser atribuído a um pixel da imagem binária é

de�nido como 255 neste trabalho. Foi utilizada a técnica de limiarização binária com um

valor limiar otimizado automaticamente usando o algoritmo Otsu no quadro de imagem

(frame) [19]. O resultado é uma imagem binária com valores de pixel de 0 ou 255. O

método de Otsu é utilizado para buscar umthreshold ideal para separação dos elementos

na frente e no fundo de uma imagem.

O �ltro de fechamento realiza uma operação de fechamento morfológico em uma ima-

gem. O fechamento morfológico é uma técnica de processamento de imagem que é usada

para preencher pequenos buracos e descontinuidades em objetos de uma imagem binária

ou em escala de cinza [2]. O fechamento morfológico é uma combinação de uma operação
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(a) Frame �nal após duas iterações da operação.

(b) Frame após 10 iterações da operação.

(c) Frame após 50 iterações da operação.

Figura 4.2: Efeito do número de iterações da operação morfológica.

de dilatação seguida de uma operação de erosão. A operação de dilatação expande as

áreas dos objetos na imagem, enquanto a operação de erosão remove pequenas lacunas

dentro dessas áreas [19]. O kernel estruturante é uma matriz que de�ne a forma e o ta-

manho da vizinhança que será considerada em cada pixel da imagem durante a operação

morfológica [16].
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A Figura 4.2 mostra o efeito do �ltro de fechamento sobre o frame �nal. Quando maior

o número de iterações maior é a área em torno da pessoa identi�cada pelo algorítimo. A

Figura 4.2(a) mostra que o frame �nal após duas iterações da operação morfológica de

fechamento. Na Figura 4.2(a) o contorno da pessoa foi detectado melhor. A Figura

4.2(b) mostra que o frame �nal após 10 iterações da operação morfológica de fechamento

e a Figura 4.2(b) após 50 iterações da operação.

Nesse trabalho, o �ltro de fechamento foi aplicado sobre o frame de máscara. O

resultado é uma imagem com pequenos buracos e descontinuidades preenchidos e com

uma aparência mais suave e uniforme como mostra a �gura Figura 4.2. Como o objetivo

do pré-processamento é diminuir a in�uência de objetos de fundo e iluminação, no trabalho

foi utilizado duas iterações da operação morfológica para que o algoritmo fosse capaz de

identi�car a pessoa com a menor área de contorno e ainda assim garantir uma imagem

suavizada. Assim, o �ltro de fechamento aplica uma operação de fechamento morfológico

na imagem usando um kernel estruturante e repetindo a operação duas vezes. O resultado

é uma imagem com pequenos buracos e descontinuidades preenchidos e com uma aparência

mais suave e uniforme.

O �ltro de abertura realiza uma operação de abertura morfológica em uma imagem.

A abertura morfológica é uma técnica de processamento de imagem usada para remover

ruídos e outras pequenas irregularidades de uma imagem binária ou em escala de cinza [2].

A abertura morfológica é uma combinação de uma operação de erosão seguida de uma

operação de dilatação. A operação de erosão remove pequenos objetos da imagem, en-

quanto a operação de dilatação expande as áreas restantes [19]. O kernel estruturante é

uma matriz que de�ne a forma e o tamanho da vizinhança que será considerada em cada

pixel da imagem durante a operação morfológica [16]. Neste caso, a operação será aplicada

duas vezes. Foi realizado apenas duas interações para garantir que o �ltro aplicasse uma

operação morfológica suave. A partir de duas iterações, a alteração, principalmente nos

contornos, começa a apresenta pontas e traços grossos. Esse �ltro aplica uma operação

de abertura morfológica na imagem com o kernel estruturante e repetindo a operação

duas vezes. O resultado é uma imagem com ruídos e outras pequenas irregularidades

removidas.

O �ltro de dilatação realiza uma operação de dilatação morfológica em uma imagem.

A dilatação morfológica é uma técnica de processamento de imagem que é usada para

expandir as áreas brancas dos objetos de uma imagem binária ou em escala de cinza [2].

O kernel estruturante usado aqui foi um kernel estruturante na forma de elipse com
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tamanho 3 x 3 [19]. O �ltro de dilatação aplica uma operação de dilatação morfológica na

imagem usando um kernel estruturante. O resultado é uma imagem com as áreas brancas

dos objetos expandidas, tornando-os maiores e mais conectados como se pode observar

na Figura 4.3. A Figura 4.3 mostra a comparação entre os frames com e sem o �ltro de

dilatação. A Figura 4.3(a) mostra que o frame sem o �ltro de dilatação apresenta alguns

ruídos na pessoa, contudo a Figura 4.3(b) mostra que o frame de dilatação corrigiu os

ruídos presentes na pessoa, mas apresenta ruídos brancos no fundo da imagem, que podem

ser corrigidos com a aplicação do �ltro de fechamento, como mostrado na Figura 4.2.

(a) Frame sem o �ltro de dilatação.

(b) Frame após o �ltro de dilatação.

Figura 4.3: Comparação entre os frames com e sem o �ltro de dilatação.

O �ltro de desfoque (ou mediana) é uma técnica de processamento de imagem que

substitui o valor de cada pixel da imagem pela mediana dos valores dos pixels na janela

de�nida em torno dele [2]. Esse �ltro ajuda a remover o ruído de alta frequência da

imagem, preservando os limites dos objetos. Portanto, foi aplicado um �ltro de mediana

na imagem com uma janela de tamanho 5x5 pixels, removendo o ruído de alta frequência

da imagem e preservando os limites dos objetos. O resultado é uma imagem suavizada e
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com menos ruído, o que pode ajudar em análises subsequentes da imagem [19].

Para descobrir a melhor combinação de �ltros necessários para melhorar o modelo de

detecção de queda com relação a iluminação e garantir alta sensibilidade, foram realizados

testes entre combinações dos �ltros. As combinações de �ltros testadas nesse trabalho

foram: o �ltro de fechamento [17], o �ltro de abertura [17], o �ltro de dilatação [18], o

�ltro de desfoque [19], o �ltro de limiarização [20]. Também foram utilizadas as técnicas

de subtração de fundo: TMF [21], CNT [2] e MOG2 [22]. Durante os testes foram

realizadas diversas combinações de �ltros e para facilitar a identi�cação a Tabela 4.1

mostra a nomenclatura utilizada. Foram testadas um total de 126 combinações diferentes

e o Capítulo 5 descreve as diferentes combinações analisadas e os resultados obtidos.

Tabela 4.1: Filtros usados nesse trabalho e a nomenclatura utilizada.

Filtro Identi�cador
Operações Morfológicas
Sem �ltro 0
Abertura O
Fechamento C
Dilatação D
Limiarização T
Desfoque B
Subtração de Fundo
Sem Subtração de Fundo 1
FMT 2
CNT 3
MOG2 4

4.1.2 ROI Masking

Os blocosROI Masking, ROI-M 1 e 2, da Figura 4.1 são responsáveis pelo rastreamento

de pessoas. Esse rastreamento de�ne caixas delimitadoras, as quais são comparadas entre

quadros. Foi realizado o rastreamento de pessoas para extrair a região de interesse ROI dos

quadros originais e �uxo óptico para reconstrução baseada na região, conforme descrito

em [9]. O método baseado em ROI melhora a qualidade do rastreamento à medida que o

modelo aprende a reconstruir apenas a região de interesse onde a pessoa está. Conforme

proposto em [9], foi realizado o rastreamento de pessoas usando as redes totalmente convo-

lucionais baseadas em região -Region-based Fully Convolutional Networks(R-FCN) [83],

treinadas no conjunto de dadosCommon Objects in Context(COCO) [84]. Essa técnica

é bastante e�ciente, mas só funciona quando apenas uma pessoa está no vídeo. Essa
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restrição não é um problema, pois a detecção precisa de quedas é mais necessária quando

o idoso está sozinho.

Esse rastreamento de�ne caixas delimitadoras, que o algoritmo compara entre os qua-

dros. Conforme indicado por Mehta et al [9], foi usado um contador para rastrear o

número de quadros contínuos sem detecção. Quando nenhuma detecção ocorre, o algo-

ritmo incrementa o contador. Quando excede um limite de 20, o rastreador congela. 20 é

su�ciente para permitir que o algoritmo identi�que que nenhum indivíduo está presente

no ambiente. Com um contador acima de 20, o algoritmo processa mais quadros desne-

cessários pelas camadas da CNN, conforme comprovado por [9], aumentando o tempo de

processamento.

O Intersection over Union (IoU)[16][85] corresponde às caixas delimitadoras. O IoU

é menor quando o tamanho da caixa é maior que a caixa do quadro anterior, o que ocorre

quando o detector localiza a caixa erroneamente. Assim, utiliza-se a razão de área entre

quadros como critério de rastreamento. Essa proporção pode encontrar os contornos na

imagem resultante e selecionar o contorno mais proeminente com base na área interna.

A menor caixa que contém essa região de contorno é candidata a caixa delimitadora da

pessoa.

Foi aplicado o limite Otsu [16] à imagem para separar o fundo escuro, também con-

forme especi�cação do trabalho de Mehta et al [9], que aplica esse método para imagens

térmicas. Observou-se nos testes do CVSC que esse método é particularmente útil em

imagens IR para melhorar a localização da caixa de contorno.

Dado que os dados de entrada do CVSC (câmeras RGB e IR) são diferentes dos

dados do trabalho de Mehta el al (câmeras térmicas), observou-se que a saída após a

aplicação do límite de Otsu era uma imagem que frequentemente ainda continha objetos

com fundos claros. Para melhorar essa detecção, foram realizados testes com o algoritmo

de BS [6] [19]. Esse algortimo pode melhorar o desempenho do método de detecção

diante de mudanças de fundo, objetos, iluminação e movimento da câmera. Contudo, se

a pessoa estiver na mesma posição por muito tempo, os métodos baseados em BS geram

falhas no rastreamento do idoso, porque o algoritmo reconhece a pessoa como pano de

fundo. Assim, esses métodos com BS são adequados para câmeras em locais onde a pessoa

se move, tais como corredores e cozinhas, mas não em quartos e salas de estar.

Na implementação doROI Masking, foi usado ocheckpointda rederfcn_resnet101_coco

pré-treinada a partir do modelo de detecção dotensor�ow zoo [83] para realizar a detec-

ção de pessoas, e o �ltroKalman [86] para realizar o rastreamento de pessoas. O código
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de rastreamento de pessoa funciona �ltrando a pessoa em cada quadro com o �ltroKal-

man. Objetos e imagens de fundo podem afetar o desempenho dos métodos de detecção

de queda baseados em vídeo. O algoritmo apenas reconstrói a região onde a pessoa está

presente. Portanto, mudanças na intensidade de objetos e fundo afetam menos o ROI.

4.1.3 Processamento do Fluxo Óptico

O �uxo óptico [76] [67] é o padrão de movimento aparente de objetos de imagem e foi

utilizado por Mehta et al [9] para o cálculo da estimativa de movimento aparente entre

quadros consecutivos causado pelo movimento da pessoa. No trabalho, o OFC calcula

o padrão de movimento aparente de objetos, superfícies e bordas em uma cena causado

pelo movimento relativo. O OFC ajuda na detecção de queda �nal por permitir que o

modelo identi�que o padrão de movimento.

4.1.4 A rede convolucional

As redes neurais convolucionais são redes biologicamente inspiradas que são usadas em

visão computacional para classi�cação de imagens e detecção de objetos [66] [87]. No

modelo de rede neural convolucional, cada camada da rede é tridimensional, possuindo

uma extensão espacial e uma profundidade correspondente ao número de características.

A noção de profundidade de uma única camada em uma rede neural convolucional é

distinta da noção de profundidade em termos do número de camadas [87].

A rede convolucional usada nesse trabalho, com pesos de treinamento importados do

trabalho de Mehta et al [9], é mostrada na Figura 4.1. Essa rede apresenta dois caminhos

compostos por redes CNN que processam o vídeo de entrada. No primeiro caminho, a

entrada para a primeira rede CNN (chamada CNNAutoencoder 1 na Figura 4.1) é uma

janela deframes da reposta do blocoROI Masking. Nessa rede, foram utilizados �ltros 3D

3 Ö 3 com profundidade temporal de 5 em todas as camadas. As camadas convolucionais

da rede recebem apenas a região de interesse com a caixa que delimita a pessoa como

entrada [14]. A saída de ambos os caminhos de rede convolucional é conectada por uma

camada totalmente conectada de um único neurônio com uma funçãosigmóidepara gerar

uma probabilidade de a sequência de quadros ser original ou reconstruída. Alto erro de

reconstrução e/ou baixa probabilidade na resposta do neurônio indicarão uma sequência

de vídeo anormal. Essa estrutura visa identi�car quedas com alta acurácia. O erro de

reconstrução ou saída de probabilidade ou sua combinação pode ser usada como uma
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pontuação de anomalia para identi�car quedas durante o teste. O erro de reconstrução e

a pontuação de anomalia são calculados como em [88] e [14] usando a média e o desvio

padrão.

No segundo caminho, é calculado o �uxo óptico (representado na Figura 4.1 pelo bloco

OFC) e posteriormente o blocoROI Masking destaca a pessoa da imagem. A entrada

da segunda rede CNN (chamada de CNNAutoencoder 2na Figura 4.1) é uma janela de

quadros de �uxo óptico. Os �ltros 3D 3Ö3 foram usados com profundidade temporal de 5

na primeira camada. Na segunda camada de convolução, �ltros 2Ö 2 com profundidade

temporal de 4 foram usados para reconstruir a profundidade temporal de comprimento

ímpar.

Cada caminho consiste em uma CNN para reconstruir a janela de entrada. Ambos

os caminhos seguem, após o processamento pela CNNAutoencoder, para uma CNN para

discriminar os quadros reconstruídos da janela do quadro original. Em outras palavras,

essa rede neural, chamada CNN Discriminativa 1 e 2 na Figura 4.1, recebe tanto o quadro

reconstruído quanto o quadro original como entrada. Ambas as CNN Discriminativas

têm camadas idêntica às 4 primeiras camadas da CNNAutoencoder correspondente. A

primeira camada de convolução 3D usa convoluções 3D com passo (stride) de 1 Ö 2 Ö 2

e preenchimento (padding), e o restante usa passo de 2Ö 2 Ö 2 e preenchimento, arranjo

importado do trabalho deMehta et al [9]. Cada dimensão (profundidade temporal, altura

e largura) é reduzida por um fator de 2 com cada camada de convolução 3D, exceto a

primeira, que reduz apenas a dimensão espacial, permitindo assim uma sequência de

cálculos entre as camadas das redes neurais sem degradar completamente a dimensão

temporal. A decodi�cação opera como a codi�cação, mas ao contrário, usando camadas

de convolução 3D. A camada de deconvolução �nal combina mapas de características

(feature maps) na reconstrução decodi�cada. Esta camada �nal usa um passo de 1Ö

1 Ö 1 e preenchimento, arranjo importado do trabalho deMehta et al [9]. Ambas as

redes convolucionais discriminativas são unidas por um único neurônio e o resultado é

uma probabilidade de evento de queda. A normalização em lote (batch normalization) é

usada em todas as camadas da CNN discriminadora, exceto na camada de entrada. A

função de ativaçãoLeakyRelué usada em todas as camadas ocultas dessa rede, com um

coe�ciente de inclinação negativo de�nido com 0,2 [88]. Na última redefeed-forward, as

redes CNN individuais são conectadas por um único neurôniosigmóide para gerar uma

probabilidade de evento de queda.

A rede convolucional é alimentada pela janela de quadro mascarada e a perda de
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reconstrução (reconstruction loss) baseada em região é usada. Os quadros nos quais uma

pessoa não está localizada são removidos após o rastreamento. Os quadros são combina-

dos por suas caixas delimitadoras (máscara ROI). A rede utiliza o otimizadorStochastic

Gradient Descent (SGD) com taxa de aprendizado de 0,0002 [9] para o discriminador

1 e 2 e otimizadorAdaDelta para o autoencoder1 e 2 em todos os modelos [9]. SGD e

AdaDelta são algoritmos de otimização usados para treinar redes neurais em aprendizado

de máquina. O SGD é frequentemente escolhido para problemas de classi�cação binária,

especialmente quando o conjunto de dados é grande [89]. Esse é o senário deste tra-

balho tento em vista que deseja-se classi�car queda e não queda dentro de um conjunto

grande de gravações.AdaDelta é um método de taxa de aprendizagem adaptativa que

tem como principal vantagem que não é necessário de�nir uma taxa de aprendizagem

padrão 1. Todos os modelos foram treinados por 300 épocas. Os pesos da rede foram de-

�nidos conforme o modelo disponibilizado por [9], sendo usados como base para os testes

das combinações de modelos de pré-processamento de imagem e detecção de movimento

propostas e analisadas.

No mapeamento proposto no CVSC, na camada de entrada da CNN, as caracterís-

ticas correspondem aos canais de cores RGB e, nos canais ocultos, essas características

representam mapas de características ocultos que codi�cam vários tipos de formas na

imagem.

O modelo contém camadas de convolução, que realizam a operação de convolução, na

qual um �ltro é utilizado para mapear as ativações de uma camada para a próxima [9].

Uma operação de convolução usa um �ltro tridimensional de pesos com a mesma pro-

fundidade da camada atual, mas com uma extensão espacial menor. O produto escalar

entre todos os pesos no �ltro e qualquer região espacial (do mesmo tamanho do �ltro)

em uma camada de�ne o valor do estado oculto na próxima camada após a aplicação de

uma função de ativaçãoLeakyRelu[87]. A operação entre o �ltro e as regiões espaciais em

uma camada é realizada em todas as posições possíveis para de�nir a próxima camada (na

qual as ativações mantêm suas relações espaciais da camada anterior). As conexões em

uma rede neural convolucional são muito esparsas, pois qualquer ativação em uma deter-

minada camada é função de apenas uma pequena região espacial na camada anterior [87].

É possível visualizar espacialmente quais partes da imagem afetam porções especí�cas

das ativações em uma camada. As características nas camadas de nível inferior capturam

linhas e outras formas primitivas, enquanto as características nas camadas de nível supe-

rior capturam formas mais complexas, comoloops (que geralmente ocorrem em formas

1https://paperswithcode.com/method/adadelta
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geométricas). Portanto, as camadas posteriores podem criar formas novas compondo as

formas nessas características calculadas.

As CNNs pré-treinadas de recursos publicamente disponíveis, como ImageNet[90] e

a utilizada nesse trabalho, que advém de [9], geralmente estão disponíveis para uso de

maneira pronta para outras aplicações e conjuntos de dados. Isso é obtido usando a

maioria dos pesos pré-treinados na rede convolucional [87] [66]. Os pesos da camada de

classi�cação �nal podem ser aprendidos a partir do conjunto de dados disponível. Os pesos

nas primeiras camadas são úteis porque aprendem vários tipos de formas nas imagens que

podem ser úteis para praticamente qualquer tipo de aplicação de classi�cação. Além disso,

as ativações de recursos na penúltima camada podem até ser usadas para aplicações não

supervisionados [87]. Por exemplo, pode-se criar uma representação multidimensional de

um conjunto de dados de uma imagem arbitrária passando cada imagem pela rede neural

convolucional e extraindo as ativações da penúltima camada [87]a [66]. Posteriormente,

qualquer tipo de indexação pode ser aplicada a essa representação para recuperar imagens

semelhantes a uma imagem de destino especí�ca. Essa abordagem geralmente oferece

resultados bons na recuperação de imagens devido à natureza semântica dos recursos

aprendidos pela rede. Vale ressaltar que o uso de redes convolucionais pré-treinadas é tão

popular que o treinamento raramente é iniciado do zero [87].

Dessa forma, o modelo CVSC possui uma GAN de [9] com a importação de pesos

de treinamento. A entrada para a rede CNN é uma janela de quadro da resposta do

ROI Masking. As camadas convolucionais da rede recebem apenas a região de interesse,

com a caixa delimitando a pessoa como entrada. A saída da rede convolucional pros-

segue para uma camada totalmente conectada de um único neurônio com uma função

sigmoide. O neurônio gera uma probabilidade de que a sequência do quadro seja original

ou reconstruída. Alto erro de reconstrução e baixa probabilidade na resposta do neurônio

indicam uma sequência de vídeo anormal. O algoritmo usa o erro de reconstrução como

uma pontuação de anomalia para identi�car quedas durante o teste. O algoritmo calcula

o erro de reconstrução e pontuação de anomalia pelo erro médio entre a entrada e os

quadros reconstruídos como em [91]. O algoritmo calcula o �uxo óptico para identi�car o

movimento em uma sequência de quadros. OROI Masking destaca a pessoa na imagem.
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4.2 CVSC 1, 2, 3 e 4

Essa seção descreve as diferentes variações entre os modelos CVSC. Foram desenvolvidas

novas abordagens de pré-processamento e combinações de �ltros com o objetivo de avaliar

a sensibilidade do sistema de detecção de queda com relação as variações de iluminação

e objetos de fundo. Cada modelo é composto de uma combinação de �ltros que segue a

nomenclatura da Tabela 4.1. Cada modelo CVSC possui diferentes abordagens de remo-

ção de fundo que exploram a vizinhança dos pixels, o histórico dos pixels e a estabilidade

dos pixels de formas diferente permitindo desenvolver �ltros com a seletividade ideal para

o problema em questão. Assim, cada modelo foi desenvolvido visando processar vídeos

RGB e IR, gravações sobre altas variações de iluminação e fundo estático. Por �m, cada

modelo foi avaliado para de�nir aquele que possui a mais alta sensibilidade em detecção

de queda mesmo em ambientes pouco iluminados. Assim, os modelos são variações no

bloco `Pré-Processamento de Imagem' na Figura 4.1 com a visão geral do modelo CVSC.

Esse é o bloco de entrada do modelo e impacta diretamente em todo o processamento

posterior do modelo.

4.2.1 CVSC 1

CVSC 1 é o modelo sem adição de �ltro de BS. Foram realizados testes em um pequeno

subconjunto de dados de 20 vídeos de queda dodataset para de�nir a melhor combina-

ção de �ltros para esse modelo. Os modelos avaliados possuem uma sigla, conforme a

Tabela 4.1. A letra "C"representa que foi utilizado o �ltro de fechamento, a letra "O",

o �ltro de abertura, a letra "D", o �ltro de dilatação, a letra "B", o �ltro de desfoque,

a letra "T"o �ltro de limiarização e " 0"indica que não foi utilizado nenhum dos �ltros

anteriores. O Capítulo 5 descreve os resultados obtidos para as diferentes combinações de

pré-processamento analisadas.

4.2.2 CVSC 2

CVSC FMT CODB, chamado neste trabalho de CVSC 2, é uma alternativa ao uso do

modelo CVSC com a adição do método BS de TMF e os �ltros de abertura e fechamento,

�ltro de dilatação e �ltro de desfoque [21]. Para desenvolver o �ltro TMF é necessário

calcular o valor mediano dos pixels do vídeo para determinar o plano de fundo. O valor

mediano dos pixels forma uma nova imagem que é utilizada como máscara. O algoritmo

percorre osframes do vídeo realizando uma sobreposição com a máscara e calculando a
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(a) Frame de um momento da queda no vídeo em IR.

(b) Plano de fundo encontrado pelo CSVC 2.

(c) Máscara correspondente utilizada para a �ltragem
do frame no CVSC 2.

Figura 4.4: Figura dos frames do pré-processamento do CVSC 2.

diferença para formar uma nova imagem considerada como primeiro plano. Cada frame do

video original possui a sua correspondente máscara e a imagem resultante da subtração.
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A Figura 4.4(a) mostra o frame de um momento da queda no vídeo em IR. A Fi-

gura 4.4(b) mostra o plano de fundo encontrado pelo CSVC 2. A Figura 4.4(c) mostra

a máscara correspondente utilizada para a �ltragem do frame no CVSC 2 e formação

da imagem resultante, a Figura 4.5. A Figura 4.5 mostra que o método de �ltro TMF

conseguiu destacar corretamente a pessoa no frame, contudo a Figura 4.4(b) mostra um

sombreamento no centro da imagem que não foi �ltrado corretamente bem como alguns

ruídos causados pelo movimento corpo próximo ao solo.

Figura 4.5: Frame resultante do processo de TMF do CVSC 2

O modelo aplica uma operação bitwise "AND"em cada pixel da imagem usando uma

máscara. A função realiza a operação lógica "AND"entre os valores dos pixels do frame

e os valores correspondentes na máscara. O resultado dessa operação é armazenado no-

vamente na variável frame, substituindo a imagem original pelos pixels resultantes da

operação "AND". Isso signi�ca que apenas os pixels onde a máscara que contém valores

diferentes de zero serão mantidos, enquanto os demais pixels serão de�nidos como zero,

resultando em uma espécie de recorte da imagem original.

4.2.3 CVSC 3

O CVSC CNT CODB, chamado neste trabalho de CVSC 3, é uma alternativa ao modelo

CVSC anterior ao trocar a técnica BS pelo método Count (CNT) com os mesmos �ltros

usados no CVSC2 [2]. O método CNT é um método que usa apenas informações dos

valores de pixel dos quadros anteriores. CNT BS trabalha com contagem de frames.

O processo de subtração é semelhante ao do método TMF. É um algoritmo duas vezes

mais rápido que o MOG2 (Mistura de Gaussianos 2) em hardware barato (comparado ao

Raspberry Pi3) [16]. Se a intensidade do pixel permanecer estável (PixelStability) por um
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Figura 4.6: Máscara correspondente utilizada para a �ltragem do frame no CVSC 3

determinado número de quadros, o algoritmo a considera fundo; caso contrário, é instável,

portanto, é considerado como fundo. O CNT é muito mais rápido do que qualquer outra

solução BS no OpenCV (otimizado com a ferramenta Valgrind) [16]. Nesse trabalho

foram realizado dois projetos de �ltro CNT. O primeiro, chamado de CNT 1 com menor

estabilidade de pixel. O segundo, chamado de CNT 2, com maior estabilidade de pixel,

obteve maiores métricas que o anterior e portanto o outro foi desconsiderado nos resultados

e comparações entre os modelos apresentados no Capítulo 5.

A Figura 4.6 mostra a máscara correspondente utilizada para a �ltragem do frame

no CVSC 3 e formação da imagem resultante, a Figura 4.7. A Figura 4.6 mostra que a

área da mascara correspondente no CVSC 3 é maior do que no CVSC 2. Isso evita que o

algoritmo acabe �ltrando de mais e acabe cortando partes da pessoa do frame. Contudo,

também existe a presença de um contorno no centro da imagem que não foi �ltrado bem

como o cuido do IR nas bordas da imagem.

4.2.4 CVSC 4

O CVSC MOG2 CODB, chamado neste trabalho de CVSC 4, é uma alternativa ao modelo

CVSC anterior ao trocar a técnica BS pelo método MOG2 [2][67] [16]. O método MOG2

é um método que agrupa os valores de intensidade de cada pixel no vídeo selecionando um

número apropriado da distribuição Gaussiana para cada pixel [92]. O primeiro passo da

técnica consiste em caracterizar cada pixel por sua intensidade no espaço de cores RGB

ou no espaço IR bidimensional. O MOG usa várias distribuições gaussianas para modelar

o plano de fundo de um pixel, cada gaussiano usando três parâmetros:
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Figura 4.7: Frame resultante do processo de contagem do CVSC 3

ˆ Mean(�i; t ): são as estimativas das médias de intensidade de cor.

ˆ Variância(�i; t ): são as estimativas da variância da média.

ˆ Weight(k): número de gaussianos por pixel, representando o tempo que essas cores

estiveram presentes na cena.

Figura 4.8: Máscara correspondente utilizada para a �ltragem do frame no CVSC 4

A segunda etapa do método consiste em classi�car cada pixel. O algoritmo atualiza

os parâmetros gaussianos do pixel a cada novo pixel (independente de outros pixels) com

base na taxa de aprendizado para ajustar a cena, considerando o valor do novo pixel de

entrada para rastrear as mudanças de fundo. O algoritmo classi�ca os pixels que não
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correspondem aos "Gaussianos de fundo"como primeiro plano. O algoritmo agrupa pixels

de primeiro plano se a média dos gaussianos corresponder ao novo valor de pixel.

A Figura 4.8 mostra a máscara correspondente utilizada para a �ltragem do frame no

CVSC 4 e formação da imagem resultante, a Figura 4.9. A Figura 4.8 mostra que a área

da mascara correspondente no CVSC 4 contorna melhor o corpo da pessoa realizando

assim uma segmentação mais precisa. Ao realizar uma �ltragem mais precisa, o algoritmo

evita de enviar características da imagem desnecessárias para a rede CNN.

Figura 4.9: Frame resultante do processo de mistura gaussiana do CVSC 4

As Figura 4.9, Figura 4.7 e Figura 4.5 são as imagens resultantes do pré-processamento

de imagem utilizado nos modelos CVSC4, CVSC3, CVSC2 respectivamente. Comparando

essas �guras pode-se perceber que o modelo que melhor conseguiu destacar a pessoa na

imagem foi o CVSC4. Na Figura 4.7 o fundo não foi totalmente removido, enquanto que

na Figura 4.5, uma pequena parte da pessoa foi removida com o fundo da imagem.



Capítulo 5

Avaliação do Modelo Proposto

Esse capítulo trata da avaliação dos modelos CVSC, apresentar os resultados do proces-

samento de imagens utilizado em cada um deles e comparar com outros modelos CNN na

literatura que também usaram gravações RGB como modalidade de detecção de queda. O

objetivo dos testes é para avaliar o desempenho dos modelos tanto na detecção de queda

quanto em tempo de processamento. Para tal, foram utilizados gravações de simulações

de queda em um conjunto de dados disponível abertamente. Os conjuntos de dados usa-

dos para treinar e avaliar o modelo foram gravações de câmeras de simulações de quedas

e atividade da vida diária ADL. Assim, serão apresentados os resultados de avaliação, as

técnicas de processamento de imagem mais rápidas e o modelo CVSC que obteve maior

sensibilidade.

5.1 Ambiente de testes

Os testes foram processados na máquina com sistema operacional Debian GNU/Linux 11

bullseye (x86-64), Cinnamon Version 4.8.6, Linux Kernel 5.10.0-18-amd64, processador

11th Gen Intel Core i7-11700F 2.50 GHz x 8, memória de 15.5Gb, HD de 1256.7 GB e placa

de vídeo NVIDIA Comporation TU116 [GeForce GTX 1660]. Os testes foram processados

utilizando a linguagem de programação Python 3.7.6 em conjunto principalmente com as

bibliotecas Keras 2.3.1, Tensor�ow 1.14.0 e Opencv 4.2.0.
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5.2 Conjunto de dados

5.2.1 COCO dataset

O datasetCOCO [84] é utilizado para treinar a rede de Mehta et al [9], usado como base do

modelo CVSC, para classi�car objetos em geral, inclusive detectar pessoas. As categorias

do conjunto de dados COCO formam um conjunto representativo relevante para aplicações

práticas e elas ocorrerem com frequência su�ciente para permitir a coleta em um grande

conjunto de dados [84]. As categorias de partes de objetos foram incluídas na categoria

"coisas". As �coisas� incluem objetos para os quais instâncias individuais podem ser

facilmente rotuladas, por exemplo, pessoa, cadeira, carro, enquanto as categorias incluem

materiais e objetos sem limites claros, como por exemplo, céu, rua e grama. O COCO

datasetfornece uma localização precisa de instâncias de objetos [84]. A especi�cidade das

categorias de objetos pode variar signi�cativamente. Por exemplo, um cachorro pode ser

membro das categorias �mamífero�, �cachorro� ou �pastor alemão�. Para permitir a coleta

prática de um número signi�cativo de instâncias por categoria, foi usado um limitar no

conjunto de dados para categorias básicas, ou seja, rótulos de categoria que são comumente

usados por humanos ao descrever objetos (cachorro, cadeira, pessoa).

Também existem algumas categorias de objetos partes de outras categorias de obje-

tos [84]. Por exemplo, um rosto pode ser parte de uma pessoa. A inclusão de categorias

de partes de objetos (rosto, mãos, rodas) é bené�ca para muitas aplicações de visão com-

putacional. Os autores usaram várias fontes para coletar categorias básicas de objetos de

�coisas�. Primeiro foi compilada uma lista de categorias combinando categorias e um sub-

conjunto das 1200 palavras usadas com mais frequência que denotam objetos visualmente

identi�cáveis [84].

As imagens foram agrupadas em três tipos básicos: imagens de objetos icônicos, ima-

gens de cenas icônicas e imagens não icônicas [84]. As imagens típicas de objetos icônicos

têm um único objeto grande em uma perspectiva canônica centrada na imagem. Imagens

de cenas icônicas são tiradas de pontos de vista canônicos e geralmente não têm pessoas.

As imagens icônicas têm a vantagem de poderem ser facilmente encontradas pesquisando

diretamente por categorias especí�cas usando a pesquisa de imagens doGoogleou doBing.

Embora as imagens icônicas geralmente forneçam instâncias de objetos de alta qualidade,

elas podem carecer de características importantes, informações contextuais e pontos de

vista não canônicos, mas o objetivo um conjunto de dados de modo que a maioria das

imagens fossem não icônicas [84]. Foi demonstrado que conjuntos de dados contendo mais
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imagens não icônicas são melhores em generalização [84].

Para permitir um cronograma de lançamento mais rápido, o COCOdataset foi di-

vidido em duas partes aproximadamente iguais [84]. A primeira metade do conjunto de

dados foi lançada em 2014, a segunda metade lançada em 2015. A versão de 2014 contém

82.783 amostras treinamentos, 40.504 amostras de validações e 40.775 imagens de teste

(aproximadamente1=2 treinamento, 1=4 validação e1=4 teste) [84]. Há cerca de 270.000

pessoas segmentadas e um total de 886.000 instâncias de objetos segmentados somente

nos dados de treinamento avaliação de 2014. A versão cumulativa de 2015 contém um

total de 165.482 imagens de treinamento, 81.208 de validação e 81.434 de teste.

O COCO datasetestá disponível abertamente e é um conjunto de dados de detecção

de objetos, segmentação, reconhecimento no contexto e rotulagem. Tem mais de 200.000

imagens rotuladas e 80 categorias de objetos.

5.2.2 TSF dataset

Dentre os conjuntos de dados disponíveis para tarefas de reconhecimento de atividades

humanasHuman Activity Recognition (HAR), o Thermal Simulated Fall (TSF) [93] foi

usado para treinar o modelo de Mehta et al [9], usado como base do modelo CVSC,

para detectar quedas. Este conjunto de dados consiste em vídeos capturados por uma

câmera termográ�ca FLIR ONE montada em um telefoneAndroid em uma sala com

uma única visualização. Os autores gravaram um total de 44 vídeos, dos quais 35 vídeos

contêm um evento de queda (36.391 quadros no total, 828 quadros de queda) e 9 vídeos

(22.116 quadros) contêm apenas ADL. A resolução das imagens térmicas é 640Ö 480. Os

vídeos de ADL incluem diferentes cenários, como uma sala vazia, uma pessoa entrando

em uma sala, sentada em uma cadeira ou deitada em uma cama, enquanto os vídeos de

queda incluem uma pessoa caindo de uma cadeira, cama ou caindo enquanto caminha.

Por meio do aprendizado de transferência, o modelo usa os pesos de treinamento da rede

rfcn_resnet101_coco [83] do modelo de detecção detensor�ow zoo sobre o conjunto de

dados COCO [84].

5.2.3 NTU RGB+D dataset

O dataset "NTU RGB+D" [94] daNanyang Technological University(NTU) foi utilizado

apenas para avaliar os modelos propostos nesta pesquisa de forma a garantir a inde-

pendência entre osdatasets de treinamento e teste. Ele é umdataset disponibilizado
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abertamente e muito utilizado em reconhecimento de atividades humanas. O conjunto

de dados contém um total de 60 modalidades de ação (classes) para tarefas de reconheci-

mento de atividades e um total de 56.880 vídeos. Para avaliar o sistema foram utilizados

um total de 132 vídeos com ocorrência de quedas em RGB e 155 vídeos de quedas em

IR. As câmeras de profundida e as outras modalidades que odataset inclui, como 3D

Skeletons, Masked Depth Maps, Full Depth Maps, não foram utilizadas no experimento

porque fogem ao objetivo de detectar quedas em lares de idosos.

As amostras do NTU dataset são capturadas em 80 pontos de vista distintos da

câmera. A faixa etária dos participantes no conjunto de dados é de 10 a 35 anos [94].

Embora não tenham sido realizadas simulações de quedas com idosos para não ocorrer em

riscos de acidentes, a faixa etária selecionada traz uma variação realista para a qualidade

das ações e quedas simuladas. Embora o conjunto de dados seja limitado a cenas internas,

devido à limitação operacional o sensor, foi usado a inconstância do ambiente capturando

em várias condições de fundo [94]. Essa grande quantidade de variação em pessoas e

visualizações torna possível ter avaliações de modalidades e visualizações cruzadas mais

precisas para vários métodos de análise de ação baseados.

Para coletar este conjunto de dados, foi utilizado câmerasMicrosoft Kinect v2. Foi

usado quatro modalidades principais de dados fornecidas por este sensor: mapas de pro-

fundidade, informações de juntas 3D, quadros RGB e sequências de infravermelho. Os

mapas de profundidade são sequências de valores de profundidade bidimensionais em mi-

límetros. Para manter todas as informações, foi aplicada a compactação sem perdas para

cada quadro individual. A resolução de cada quadro de profundidade é de 512Ö 424. A

informação da junta consiste em localizações tridimensionais das 25 juntas principais do

corpo para corpos humanos detectados e rastreados na cena. Os pixels correspondentes

em quadros RGB e mapas de profundidade também são fornecidos para cada junta e

cada quadro. Os vídeos RGB são gravados na resolução fornecida de 1920Ö 1080. As

sequências infravermelhas também são coletadas e armazenadas quadro a quadro em 512

Ö 424. Foram gravadas 60 classes de ação no total, divididas em três grandes grupos: 40

ações diárias ADL, como por exemplo beber, comer e ler, 9 ações relacionadas à saúde,

como por exemplo espirrar, cambalear e cair e 11 ações mútuas, como por exemplo socar,

chutar e abraçar.

No total, 40 pessoas participaram da coleta de dados. As idades dos sujeitos estão

entre 10 e 35 anos com variedade em idade, gênero e altura. Cada pessoa recebe um

número de ID único em todo o conjunto de dados. Foram usadas três câmeras ao mesmo
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tempo para capturar três visualizações horizontais diferentes da mesma ação. Para cada

con�guração, as três câmeras foram posicionadas na mesma altura, mas em três ângulos

horizontais diferentes:� 45� , 0� , +45� . Cada pessoa foi solicitada a realizar cada ação duas

vezes, uma vez em direção à câmera esquerda e outra em direção à câmera direita. Desta

forma, foi capturada duas vistas frontais, uma vista lateral esquerda, uma vista lateral

direita, uma vista lateral esquerda a 45 graus e uma vista lateral direita a 45 graus. As

três câmeras recebem identi�cadores de câmera únicos. A câmera 1 sempre observa as

visualizações de 45 graus, enquanto as câmeras 2 e 3 observam as visualizações frontal e

lateral. Para aumentar ainda mais as visualizações das câmeras, em cada con�guração

foi mudada a altura e as distâncias das câmeras aos participantes. Todos os números de

câmera e con�guração são fornecidos para cada amostra de vídeo [94].

5.3 Resultados

O modelo foi avaliado usando gravações de câmeras RGB e IR.Também é relevante avaliar

o modelo com registros de IR, pois as quedas também podem ocorrer em ambientes com

pouca luz, por exemplo, se o idoso acordar assustado no meio da noite, precisar de algum

medicamento ou tiver alguma confusão mental. Cabe destacar que muitas câmeras de

monitoramento RGB já incluem infravermelho, dando ao sistema outro modo de detecção

sem custo adicional. As pontuações de anomalia foram calculadas usando a média e outra

usando o desvio padrão.

Para avaliar o desempenho da detecção de quedas como uma anomalia, a precisão,

a sensibilidade (ouRecall) e a pontuação F1 (F1 - Score) foram calculadas [95] e com-

paradas com outras propostas recentes de detecção de quedas no mesmo conjunto de

dados.

Em nossa pesquisa, a condição positiva (P) é a detecção da queda e a condição negativa

(N) representa a ausência de queda (P = FN + TP, N = FP + TN). Portanto, um

verdadeiro positivo (TP) é um resultado de teste que indica corretamente a detecção

da queda de uma pessoa. Um verdadeiro negativo (TN) é um resultado de teste que

indica corretamente a ausência de uma queda. Um falso positivo (FP) é um resultado de

teste que indica erroneamente que uma pessoa caiu no vídeo. Um falso negativo (FN) é

um resultado de teste que indica erroneamente a ausência da queda uma pessoa em um

vídeo.No link do GitHub em [96] está disponível o arquivo .csv com os resultados da

avaliação dos modelos CVSCs.
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ˆ População (Pop = TP + TN + FP + FN ): Representa o número total de casos

avaliados na pesquisa.

ˆ Prevalência (P rev = ( TP + FN )=Pop)[97][98]: Serve para medir o equilíbrio dos

dados dentro da população total.

ˆ Acurácia (Acc = ( TP + TN)=Pop)[99][97][100]: É a medida do sucesso do sistema

na identi�cação de quedas. O total de conquistas positivas e negativas sobre a

população total indica o grau de sucesso do modelo.

ˆ Precisão (ou Valor Preditivo Positivo) (P rec = TP=(TP + FP) = 1 � FDR )

[99][100][98]: Precisão expressa a proporção de unidades que o modelo diz serem

Positivas e, na verdade são Positivas. Em outras palavras, a Precisão nos diz o

quanto se pode con�ar no modelo quando ele prevê um teste como uma queda de

uma pessoa.

ˆ sensibilidade (ouRecall, taxa de acerto ou taxa positiva verdadeira) (Sen = TP=(TP+

FN ) = 1 � FNR) [99][98]: Esta é uma das principais métricas em nossa pesquisa

sobre identi�car quedas. Ele avalia o quanto o modelo não identi�cou as quedas que

realmente ocorreram. A pesquisa trata de uma situação que, se não identi�cada,

poderia resultar em danos críticos de saúde. Idealmente, esta métrica deve ser tão

próxima de 100 %.

ˆ F1 Score (orF measureor Dice Similarity Coe�cient )(F 1 = 2� ((P rec� Sen)=(P rec+

Sen)))[100][98]: F1 é a média harmônica de precisão e sensibilidade. É uma me-

dida da precisão de um teste para análise estatística de um classi�cador binário. É

calculado a partir da precisão e sensibilidade do teste. O valor mais alto possível

de um F-score é 1,0, indicando precisão e sensibilidade perfeitos, e o menor valor

possível é 0, se a precisão ou sensibilidade for zero. A métrica F1 Score indica o

balanceamento entre a precisão e a sensibilidade.

ˆ Valor Preditivo Negativo (NPV = TN=(TN + FN ) = 1 � FOR)[100][98]: A fração

de casos verdadeiramente não queda de todos os casos que o modelo previu como

não-queda.

ˆ Taxa de descoberta falsa (FDR = FP=(TP + FP) = 1 � PPV)[101][98]: FDR é

um método para conceituar a taxa de erros de FP em condições positivas previstas

durante o teste múltiplas comparações. Esta medida avalia a taxa do modelo identi-

�cando incorretamente uma queda entre todos os casos em que o modelo identi�cou

uma queda.
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ˆ Taxa de Falsa Omissão (FOR = FN=(TN + FN ) = 1 � NPV )[98] FOR é a medida

da taxa de erro FN pelo total de condições negativas previstas. Esta medida avalia

a taxa com que os modelos identi�cam erroneamente uma não queda em todos os

casos em que o modelo identi�cou uma não queda.

ˆ Taxa de falsos positivos (ou queda ou probabilidade de falso alarme) (FPR =

FP=(TN + FP) = 1 � TNR)[100][97]: FPR é a probabilidade de rejeitar falsamente

a hipótese negativa (não queda) para um teste especí�co.

ˆ Taxa de falsos negativos (ou taxa de erros) (FNR = FN=(TP + FN ) = 1 �

TPR)[100][98]: A taxa de falsos negativos é a proporção de positivos que testaram

negativo com o teste. A probabilidade condicional de um resultado de teste negativo,

dado que a condição procurada está presente. Esta é também uma das principais

métricas na nossa investigação sobre identi�cação de quedas.

ˆ Taxa de Negativos Verdadeiros (ou Especi�cidade ou Seletividade) (TNR = TN=(TN+

FP) = 1 � FPR) [100][98]: TNR mede a proporção de negativos reais que nossos

modelos corretamente identi�cado como tal. É a percentagem de não quedas que

os modelos identi�caram corretamente em relação ao número real de não quedas.

ˆ Razão de verossimilhança positiva (ou razão de verossimilhança positiva, razão de

verossimilhança para resultados positivos) (LR + = TPR=FPR)[102][103]: As ra-

zões de verossimilhança usam a sensibilidade e a especi�cidade do teste para deter-

minar se um resultado de teste altera de forma útil a probabilidade de existência de

uma condição. LR+ representa a probabilidadede uma pessoa que teve o teste posi-

tivo dividido pela probabilidade de uma pessoa que não teve o teste positivo. Bons

classi�cadores têm LR+ maior que 1 porque possuem taxas de TPR mais altas.

ˆ Razão de verossimilhança negativa (ou razão de verossimilhança negativa, razão

de verossimilhança para resultados negativos)(LR � = FNR=TNR)[102][103]: LR-

representa a probabilidade de uma pessoa ter o teste negativo (não queda) dividida

pela probabilidade de uma pessoa não ter o teste negativo. Bons classi�cadores têm

LR- tendendo a 0 porque possuem taxas de TNR mais altas.

ˆ Razão de chances de diagnóstico (DOR = LR + =LR� )[103]: Esta medida é uti-

lizada para estimar a capacidade discriminativa do modelo e também para compa-

ração entre dois classi�cadores. É uma medida da e�cácia de um classi�cador. É

de�nido como a razão entre as chances de o teste ser positivo, se o sujeito tiver

caído, e as chances de o teste ser positivo, se o sujeito não tiver caído.
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ˆ Pontuação F-Beta (� = 0; 4 e FBeta = (1 + � 2) � ((P rec � Recall)=(( � 2 � P rec) +

Recall))) [103]: Esta medida é outra variante das medidas F. Esta variante repre-

senta a média harmônica ponderada entre precisão e Recall. Esta métrica é sensível

a mudanças nas distribuições de dados.� é um parâmetro para análise de pontu-

ação, se usar� igual a 1, temos a média harmônica, então temos a pontuação F1.

� > 1 dá mais peso para Recall, enquanto� < 1 favorece a precisão. Por exemplo,

beta = 2 torna Recall duas vezes mais importante que a precisão, enquanto beta

= 0,5 faz o oposto. Assintoticamente,� tendendo ao +1 a pontuação considera

apenas recall e beta tendendo a 0, considera apenas precisão1.

ˆ Coe�ciente de correlação de Matthews (MCC) (ou Coe�ciente Phi(� ou r � ))[99][103]:

faixas de MCC entre -1 e +1, sendo -1 para classi�cação totalmente errada (TP =

TN = 0) e 1 para classi�cação perfeita (FP = FN = 0). MCC = 0 indica classi�-

cação aleatória (TP � TN = FP � FN ). Esta métrica representa a correlação entre

as classi�cações observadas e previstas e é calculada diretamente a partir da matriz

de confusão. Esta métrica é sensível a dados desequilibrados.

MCC =
TP � TN � FP � FN

p
(TP + FP)(TP + FN)(TN + FP)(TN + FN)

(1)

ˆ Índice de Informação (ou Bookmaker, Informedness ou índice de Youden) (BM =

Sen+ TNR� 1) [103]: Esta métrica avalia o poder discriminativo do classi�cador. A

fórmula do índice de Youden combina sensibilidade e especi�cidade como na métrica

DOR. A métrica BM varia de zero quando o classi�cador é ruim até 1, representando

um classi�cador perfeito. Também é adequado com dados não balanceados.

ˆ Marcação (ou deltaP (� p)) ( MK = Prec+ NPV � 1)[98][103]: A marcação quanti-

�ca o quão marcada uma condição é para o classi�cador e especi�ca o probabilidade

de que uma condição seja marcada pelo classi�cador (versus acaso). Nesse casso de

pesquisa, a condição é a presença da queda. Esta métrica é uma codi�cação daquilo

que é incomum e isso se re�ete em de�nições probabilísticas formais de marcação e

informação como componentes unidirecionais com correção de chance do coe�ciente

de correlação de Matthews (MCC) correspondente ao� p. Assim, a Marcação é uma

medida de con�abilidade de previsões positivas e negativas do modelo. A métrica

MK varia de zero quando o classi�cador é ruim até 1, representando um classi�cador

perfeito.
1https://scikit-learn.org/stable/modules/generated/sklearn.metrics.fbeta_score.html
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ˆ Índice Fowlkes�Mallows (FM) [104]: O índice Fowlkes-Mallows é um método de

avaliação usado para determinar a similaridade entre dois clusters obtidos após um

algoritmo de clustering e também uma métrica para medir matrizes de confusão.

Esta medida de similaridade pode ser entre dois agrupamentos hierárquicos ou um

agrupamento e uma classi�cação de referência. Um valor mais alto para o índice

indica maior similaridade entre os clusters e os rankings de referência. O valor

mínimo possível do índice de Fowlkes-Mallows é 0, que corresponde à pior classi�-

cação binária possível, onde todos os elementos foram classi�cados incorretamente.

E o valor máximo possível do índice de Fowlkes-Mallows é 1, que corresponde à

melhor classi�cação binária possível, onde todos os elementos foram perfeitamente

classi�cados.

FM =
p

Prec� Sen (2)

ˆ Pontuação de Ameaça (TS) (ou Threat Score, Índice de Sucesso CríticoCritical

Success Index(CSI), índice de Jaccard ou coe�ciente de similaridade de Jaccard)

(TS = TP=(TP + FN + FP))[105] [106]: Esta métrica é de�nida como a proporção

de acertos pela soma de acertos, alarmes falsos e erros. TS varia de 0 a 1 (onde 1 re-

presenta previsão perfeita). TS não é imparcial, atribui pontuações mais baixas para

eventos mais raros. TS ignora verdadeiros negativos. A métrica parte da justi�ca-

tiva que para o desenvolvimento inicial do índice de sucesso crítico é evitar a in�ação

excessiva (ou seja, otimismo indevido) das métricas de teste como consequência de

um número muito grande de verdadeiros negativos (ou seja, desequilíbrio de classe).

ˆ Acurácia balanceada ou taxa de classi�cação balanceada (BA = ( Recall+ TNR)=2)

[103][107][99]: Este métrica combina as métricas de sensibilidade e especi�cidade.

Se o conjunto de dados for balanceado, ou seja, se as classes tiverem quase o mesmo

tamanho, a acurácia e a exatidão balanceada tendem a convergir para o mesmo

valor. Na verdade, a principal diferença entre Acurácia e Acurácia Balanceada

surge quando o conjunto de dados inicial mostra uma distribuição desigual para

as classes. Além disso, taxa de erro de equilíbrio (Balance error rate (BER)) ou

taxa de metade de erro total (Half total error rate (HTER)) representa 1 � BA .

As métricas BA e BER podem ser usadas com conjuntos de dados desequilibrados.

A precisão balanceada dá peso igual a cada classe e sua indiferença à distribuição

das classes ajuda a identi�car possíveis problemas preditivos também para classes

raras e sub-representadas. Portanto, é uma métrica importante para identi�cação

de pessoas e quedas devido à tendência de conjuntos de dados desequilibrados.
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ˆ Pontuação Hamming (Ham = ( TN + TP)=(TP + FP + TN + FN ) [108]: Se o

classi�cador obtiver previsões mais corretas, isso resultará em uma pontuação de

Hamming mais alta. Quanto maior o valor medido, melhor. O melhor valor possível

é 1 (se um modelo acertou todas as previsões) e o pior é 0 (se um modelo não fez

uma única previsão correta).

A AUC é a área sob a curvaReceiver Operating Characteristic(ROC), que mede

a capacidade do modelo de distinguir entre exemplos positivos e negativos. A curva

ROC é uma curva que mostra a taxa de verdadeiros positivos em relação à taxa de

falsos positivos para diferentes limiares de classi�cação. A taxa de verdadeiros positivos

é a proporção de exemplos positivos que foram corretamente classi�cados como positivos

pelo modelo, enquanto a taxa de falsos positivos é a proporção de exemplos negativos que

foram erroneamente classi�cados como positivos pelo modelo.

A AUC é um valor numérico que representa a área total sob a curva ROC. Ela é

usada como uma medida de desempenho do modelo em problemas de classi�cação binária.

Quanto maior o valor da AUC, melhor é o desempenho do modelo, indicando uma melhor

capacidade de discriminação. Um modelo com AUC de 1,0 é perfeito, enquanto um modelo

com AUC de 0,5 é equivalente a uma escolha aleatória.

Entre as métricas, a pesquisa está interessada principalmente em uma boa avaliação

da sensibilidade, pois está relacionada à taxa de falsos negativos, que é muito importante

para o sistema de detecção de quedas. Um Falso Negativo é quando o indivíduo caiu,

mas o sistema não identi�cou a queda. Essa é exatamente a situação de risco à saúde

que o sistema mais quer evitar, pois o indivíduo não pode �car no chão sem acionar um

alerta do sistema. Assim, quanto maior a taxa de falsos negativos, menor a sensibilidade

do sistema.

Durante a execução dos experimentos de queda, animações mostram o desempenho

através da pontuação de anomalia por quadro usando a média sobre o vídeo em tempo

real. A animação mostra a sequência de quadros reconstruídos e originais e o grá�co

da pontuação de anomalia por quadro. Essas experiências estão disponíveis noGoogle

Drive em [109]. A Figura 5.1 mostra o quadro após a técnica BS à esquerda, o quadro

reconstruído à direita e o grá�co de pontuação de anomalia abaixo. Este grá�co mostra

o erro de reconstrução por quadro calculando a média em um vídeo com queda. A

média do erro entre o quadro de entrada e o quadro reconstruído calcula a pontuação da

anomalia como em [91]. Cada quadro representa a progressão no vídeo. Um alto erro de

reconstrução corresponde a um aumento na pontuação da anomalia e a uma maior chance
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Figura 5.1: Animação da pontuação de anomalia por quadro no vídeo em que ocorre uma
queda.

de queda. O grá�co mostra que o sistema consegue identi�car a queda com aumento do

erro de reconstrução.

A Figura 5.2 mostra o erro de reconstrução por quadro calculando a média e o desvio

padrão em um vídeo com a ocorrência de uma queda. Cada quadro representa a progressão

no vídeo. Um alto erro de reconstrução representa um aumento na pontuação da anomalia,

o que indica maior chance de ocorrência de queda. Ambos os grá�cos mostram que o

sistema conseguiu identi�car corretamente a queda aumentando o erro de reconstrução

(um pico acima de 0,0175 para o grá�co de média e um pico acima de 0,0050 para o

grá�co de desvio padrão). Considerando as amostras onde o sistema conseguiu identi�car

corretamente o usuário, a Tabela 5.3 lista as métricas de avaliação do modelo de detecção

de queda e mostra o desempenho de outras propostas de detecção de queda por meio de

visão computacional usando o mesmo conjunto de dados de reconhecimento de ação NTU

RGB+D. Avaliando os experimentos, pode-se perceber que existem algumas variações

quanto ao momento exato da queda e o momento em que a pontuação da anomalia

ultrapassa o limiar.
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Figura 5.2: Grá�co da pontuação de anomalia por quadro para um vídeo em que ocorre
uma queda.

5.3.1 Resultados do CVSC 1

CVSC 1 é o modelo sem adição de �ltro de BS. Foram realizados testes em um pequeno

subconjunto de dados de 20 vídeos de queda dodatasetpara de�nir a melhor combinação

de �ltros para o modelo. A Figura 5.3 apresenta os modelos CVSC1 de maior acurácia,

Recall e F1-Score. Os modelos avaliados são referenciados no eixo x do grá�co, cada

um com uma sigla especí�ca conforme a Tabela 4.1. Os resultados são apresentados em

termos de métricas de desempenho de modelos de aprendizado de máquina.

Figura 5.3: Acurácia, Recall e F1-Score do modelo CVSC1 com diferentes �ltros
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O modelo CVSC1 (C,B) é o modelo que possui a maior acurácia e F1-Score entre os

modelos CVSC1. Esse mesmo modelo �ca em segundo lugar com relação ao Recall. O

modelo que possui o maio Recall foi o CVSC1 sem a adição de �ltros. Os quatro modelos

de maior acurácia utilizaram o �ltro de desfoque.

5.3.2 Resultados do CVSC 2

No CVSC2 foram realizados testes em um pequeno subconjunto de dados de queda do

dataset para de�nir a melhor combinação de �ltros para esse modelo. A Figura 5.4

apresenta os modelos CVSC2 de maior acurácia, Recall e F1-Score.

Figura 5.4: Acurácia, Recall e F1-Score do modelo CVSC 2 com diferentes �ltros.

O modelo CVSC2 (C,B,T) é o modelo que possui a maior acurácia entre os modelos

CVSC 2. Os �ltros de fechamento e desfoque são os mesmos �ltros utilizados no modelo

CVSC 1 de maior acurácia demonstrando a e�cácia deles no modelo de detecção de queda

melhorando as métricas do modelo através do pré-processamento. As métricas de Acu-

rácia, Recall e F1-Score aumentaram com relação aos modelos CVSC 1, demonstrando

a melhora do modelo com �ltro de BS em comparação com o modelo sem BS. Assim, o

pré-processamento da imagem permitiu melhorar a acurácia da detecção de queda pelo

modelo de visão computacional. Todos os 6 modelos de melhor acurácia e melhor F1-Score

utilizam o �ltro de limiarização demonstrando que a combinação da �ltragem mediana

temporal e o �ltro de limiarização melhora as métricas de acurácia e F1-Score do modelo

de detecção de queda.
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5.3.3 Resultados do CVSC 3

No CVSC3 foram realizados testes em um pequeno subconjunto de dados de queda do

dataset para de�nir a melhor combinação de �ltros para esse modelo. A Figura 5.5

apresenta os modelos CVSC3 de maior acurácia, Recall e F1-Score.

Figura 5.5: Acurácia, Recall e F1-Score do modelo CVSC 3 com diferentes �ltros.

O modelo CVSC3 (O) é o modelo que possui a maior acurácia entre os modelos

CVSC3. Os �ltros de fechamento e desfoque não obtiveram desempenhos altos como nos

modelos anteriores, mostrando que não é uma boa combinação a técnica de BS CNT

com os �ltros de fechamento e desfoque. Para a técnica de subtração de fundo CNT, o

�ltro que produz um desempenho melhor na detecção de queda é o �ltro de abertura. O

modelo com o �ltro de abertura obteve a melhor métrica em acurácia, Recall e F1-Score.

A Figura 5.5 também mostra que nenhum dos modelos CVSC2 com melhores métricas

utilizou o �ltro de limiarização demonstrando que não é uma boa combinação o �ltro

de limiarização com a técnica CNT. O modelo CVSC 3 tém maior Recall que o modelo

CVSC 2 que por sua vez tem maior Recall que o modelo CVSC 1 o que demostra que

melhorar o pré-processamento da imagem, o �ltro e reduzir a in�uencia da iluminação e

objetos de fundo deixa o modelo de visão computacional com maior sensibilidade para

detectar a queda.

5.3.4 Resultados do CVSC 4

No CVSC4 foram realizados testes em um pequeno subconjunto de dados de queda do

dataset para de�nir a melhor combinação de �ltros para esse modelo. A Figura 5.6

apresenta os modelos CVSC4 de maior acurácia, Recall e F1-Score.
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